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Resumen

La clasificacion es una tarea del reconocimiento de patrones que permite asignar una clase
a un nuevo objeto o patrén. Para asighar la clase al patrén los algoritmos de clasificacion
deben generar un modelo de clasificacion. El modelo de clasificacion se genera con base en
una muestra de datos. Sin embargo, algunos algoritmos de clasificacién no generan un
modelo de clasificacion para generalizar la informacion de la muestra de datos. Los algoritmos
gue pertenecen a este enfoque tienen el nombre de algoritmos de aprendizaje perezoso. La
regla del vecino mas cercano o por sus siglas en ingles Nearest Neighbor (NN) pertenece a
este tipo de algoritmos. El algoritmo NN usa toda la muestra de datos para clasificar nuevos
patrones. No obstante, el usar toda la muestra de datos genera varios problemas por el

tamafo de la muestra de datos y patrones ruidosos.

Para tratar de solucionar estos problemas se han propuesto métodos de seleccion de
prototipos y Generaciéon de Prototipos (GP). La seleccidon de prototipos tratara de encontrar
un subconjunto de patrones representativos de la muestra de datos. Mientras, la GP ademas
de seleccionar patrones de la muestra de datos generara nuevos patrones. La GP obtiene
mejores resultados que la seleccidn de prototipos, porque puede que dentro de la muestra de
datos no se tengan los patrones representativos para generar la muestra de prototipos. Estos
meétodos trataran de reducir el nUmero de patrones de la muestra de datos tratando de

mantener la clasificacion o mejorarla para nuevos patrones.

Para mantener o mejorar la clasificacion de nuevos patrones se han propuesto diferentes
métodos de GP. Los primeros métodos de GP se enfocaban en la fusion de patrones cercanos
y con la misma clase. Estos métodos no requerian de una seleccibn de patrones
representativos de la muestra de datos. En cambio, otros métodos de GP requieren de una
selecciobn de una submuestra prototipos representativos. La submuestra de prototipos
representativa es movida dentro del espacio de caracteristicas para posicionarla en el mejor
lugar. También, se tienen métodos de GP que no requieren de una selecciéon de prototipos y
no fusionan patrones de la ME. Estos métodos de GP usan enfoques evolutivos para generar y
posicionar los prototipos dentro de la muestra de datos. Sin embargo, los métodos de GP
evolutivos no usan los Algoritmos Genéticos (AG) y solo se han usado para la seleccion de

prototipos representativos.



El método propuesto busca demostrar que un AG puede generar una submuestra de
prototipos representativa con una métrica que evalla los prototipos durante la generacion
para conocer la capacidad del método propuesto. Para realizar la generaciéon de prototipos
se usan 14 muestra de datos de diferentes tamarfos, nimero de clases y numero de
caracteristicas. Ademas, los resultados del método propuesto se comparan con 18 métodos
de GP del estado del arte usando la métrica de exactitud. La comparacion de los resultados
obtenidos por el método propuesto revela que las submuestras de prototipos obtenidas en
algunos casos mantienen y en otros casos mejoran la clasificacion de nuevos patrones. En esta
tesis se demuestra la capacidad del método propuesto para generar prototipos

representativos.
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Introduccion

Capitulo 1.

Introduccion

Desde la creacion de la lengua escrita, los humanos han registrado observaciones para
monitorear el movimiento de los rebafios de animales y la alineacién de los planetas y las
estrellas. También, en las ciudades se registré la escritura en el pago de impuestos, actas de
nacimiento y defuncién (Lantz, 2015). Actualmente, este proceso se ha automatizado y tiene
la capacidad de registrar, almacenar y procesar grandes cantidades de datos (Alpaydin,
2010). Los datos almacenados contienen informacion oculta que puede ser util (Suthaharan,
2016). Sin embargo, clasificar, comprender y comprimir los datos de esta informacion es una

tarea dificil (Kim & Oommen, 2003a).



Introduccion

La disciplina encargada del disefio y desarrollo de métodos para el aprendizaje de datos tiene
el nombre de reconocimiento de patrones (RP) (Theodoridis & Koutroumbas, 2003). El RP se
describe como el descubrimiento automéatico de regularidades en los datos (Bishop, 2006). Las
regularidades se obtienen de los dato al aplicar métodos que lo describen y clasifican
(Marques De Sa, 2001). En la clasificacioén, los datos son asignados a diferentes categorias o
clases. Una clase se define como un conjunto de objetos que son similares, sin embargo, no
son idénticos, y se distingue de otras clases (Theodoridis & Koutroumbas, 2003), (Dougherty,

2013).

El término patron en RP se usa para referirse a los objetos o datos (Marques De Sa, 2001) que
van a ser usados por los algoritmos de aprendizaje como, manzanas, naranjas, ondas de voz
o huellas digitales (Dougherty, 2013). Los patrones deben tener diferencias medibles para
realizar la clasificacion, por ejemplo para clasificar pescado se pueden usar sus caracteristicas
fisicas como: longitud, ligereza, ancho, posiciéon de la boca, etc. (Duda et al., 2000). Para
realizar la clasificacidn automatica con algoritmos de aprendizaje la muestra de datos se debe
dividir para formar una Muestra de Entrenamiento (ME) y una Muestra de Prueba (MP) (Triguero

et al.,, 2012).

Para clasificar nuevos patrones los algoritmos de aprendizaje forman un modelo de
clasificacion en el entrenamiento a partir de la ME (Sanchez et al., 2003). Sin embargo, hay
métodos de clasificacibn que no requieren que el algoritmo generen un modelo de
clasificacion (Triguero et al., 2010). Los algoritmos que pertenecen a este enfoque de
clasificacion tienen el nombre “algoritmos de aprendizaje perezosos”, y laregla del vecino mas
cercano o por su siglas en inglés Nearest Neighbor (NN) pertenece a este tipo de algoritmos
(Cervantes et al., 2007). La regla de clasificacion NN pertenece a la clasificacion supervisada,
fue propuesta por Cover y Hart en 1966 (Garain, 2008) y ha demostrado ser eficaz como
algoritmo de clasificacion en muchas aplicaciones de reconocimiento de patrones
(Raicharoen & Lursinsap, 2005). Ademas, la regla NN es considerada uno de los 10 mejores
algoritmos de reconocimiento de patrones (Triguero et al., 2010), porque es uno de los métodos
mas simples y faciles de implementar para la clasificacidn no paramétrica (Yen et al., 2004).

Por tal motivo es uno de los algoritmos mas estudiados (Sanchez, 2004).



Introduccion

La regla NN requiere almacenar todo la ME en memoria (Triguero et al., 2010) (Raicharoen &
Lursinsap, 2005) porque requiere de todos los patrones para adquirir informacién estadistica
para clasificar un nuevo patron (Yen et al.,, 2004). En cada clasificacion, la regla NN debe
comparar toda la ME con el nuevo patron, y esto demanda requisitos computacionales altos
en ME grandes (Yen et al., 2004). La comparacion se realiza porque la regla NN plantea la
hipo6tesis de proximidad en el espacio de caracteristicas y, generalmente esto expresa la
pertenencia a la misma clase (Decaestecker, 1997). Para determinar la proximidad de dos
patrones o mas patrones se usan medidas de similitud (Triguero et al., 2010). Los patrones que
son similares son asignados a la misma clase (Fayed et al., 2007). Por lo que en ME grandes
tiene problemas de complejidad computacional por el gran nimero de calculos de distancia
gue se realizan (Kim & Oommen, 2003b). Ademas , las muestras de datos pueden contener
ruido (Triguero et al., 2010) que afecta negativamente el proceso de clasificacién (Sanchez,
2004).

La regla NN es bastante sensible a los patrones ruidosos y atipicos (Raicharoen & Lursinsap,
2005), (Garain, 2008). Una posible solucion a los problemas anteriores es reducir los patrones de
la ME (Xie et al., 1993) y tratar de obtener una precision igual o mayor que la ME original (Bezdek
& Kuncheva, 2001), (Kim & Oommen, 2003b). Al reducir el nimero de patrones de la ME se
reduce la complejidad computacional, requisitos de almacenamiento y el ruido (Triguero et
al., 2010). En la literatura se han propuesto y desarrollado métodos que reducen el numero de
patrones sin comprometer y afectar la precision de clasificacién (Cervantes et al., 2007), (Yen
et al., 2004). Generalmente estos métodos se hacen en conjunto con la regla NN (Nanni &
Lumini, 2009).

La reduccion de patrones se ha investigado en dos categorias: selecciéon de prototipos y
Generacion de Prototipos (GP) (Nanni & Lumini, 2009), (Triguero et al., 2010), (Cervantes et al.,
2007). Los nuevos patrones generados o seleccionados tienen el nombre de prototipos, por lo
gue un prototipo es analogo a un patron (Cervantes et al.,, 2009). Los prototipos deben
representar eficientemente las distribuciones de las clases (Lozano et al., 2006). Los métodos
de seleccién de prototipos solo se enfocan en la identificacion (Nanni & Lumini, 2009) y
seleccion de patrones de la ME (Sanchez, 2004) para formar un submuestra representativa
(Triguero et al., 2010). Sin embargo, la seleccidon de prototipos y la regla NN asumen que

pueden encontrar patrones representativos en la ME. No obstante, puede que no se tenga
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ningUn patron ubicado en los puntos precisos que construiran un algoritmo de aprendizaje mas

preciso (Sanchez, 2004).

Los métodos de GP pueden iniciar con la seleccion inicial de una submuestra de prototipos de
la ME (Nanni & Lumini, 2009), pero también pueden generar nuevos prototipos en donde se
requieran, si las ubicaciones se determinan con precision (Sanchez, 2004). Los prototipos
generados trataran de resumir las caracteristicas representativas de patrones similares (Lam et
al., 2002). En general, si los prototipos son generados correctamente se puede obtener una

mejora, pero, no se garantiza la mejora de clasificacion en patrones nuevos (Garain, 2008).

Para la generacion de prototipos se define los siguientes elementos:

- La Muestra de Entrenamiento (ME), donde los patrones de ME; = (mey, megy, ..., Mesy,)
tienen un espacio m-dimensional de caracteristicas me,; = (me;,, me;,, ..., mey,, mey; ),
donde w es la clase a la que me;; pertenece de un nimero posible de clases de Q =

(wy, wy, ..., wy) definidas en la ME (Lozano et al., 2006).

- La Muestra de Prueba (MP), donde los patrones de MP, = (mp,1, Mppy, ..., MPp,) CON UN
espacio m-dimensional de caracteristicas mpp, = (MPpn,, MPpny» -+ MPpn,» MPpn,)» €N

donde d no se conoce y se puede asighar a una posible clase de Q.

- Los prototipos (PR),donde los prototipos de PR, = (pryq, P12 -, Plrn) S€ @€NEran a partir
de ME,, por lo que se espera que represente correctamente el espacio m-dimensional
de caracteristicas y las clases para realizar la clasificacion de la ME y la MP (Yen et al.,
2004), (Triguero et al., 2010).

El propdsito de los métodos de GP es generar n prototipos donde PR, < ME,.

En el estado del arte se han propuesto diferentes métodos para la GP. Uno de los primeros
métodos de GP es el método PNN (Chang, 1974) que esta basado en la fusién de los patrones
de la misma clase. Los prototipos se generan de la fusiéon de un patrén A con uno B de la ME
gue pertenezcan a la misma clase. La fusion de los patrones no debe afectar la clasificacion

(Chang, 1974) (Triguero et al., 2010). Se tienen otros métodos de GP que usan la técnica de
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divide y venceras (Raicharoen & Lursinsap, 2005). La ME se divide en dos o mas subespacios
para simplificarla en cada division (Triguero et al., 2010). Los métodos basados en este enfoque
son el método POC-NN (Raicharoen & Lursinsap, 2005) y el método SGP (Fayed et al., 2007).
Estos métodos inician con solo un prototipo por clase y cada que genera una division en la ME
crean uno 0 mas prototipos con la misma clase que sus vecinos mas cercanos. También, se
tienen métodos como BTS3 (Hamamoto et al., 1997) y ICPL (Lam et al., 2002) que generan los
prototipos de la fusion o agrupamiento de los patrones de la ME. Los métodos SPG, BTS3 y ICPL
son sensibles a patrones con caracteristicas similares y una clase diferente (Raicharoen &

Lursinsap, 2005).

Otro enfoque para la GP se basa en la cuantificacidon vectorial o Vector Quantization (VQ),
gue se ha usado durante muchos afios para generar prototipos (Bezdek & Kuncheva, 2001).
Los métodos VQ representan con un numero reducido de prototipos todos los patrones de la
ME (Xie et al.,, 1993). Los métodos que usan VQ crean nuevos prototipos basados en la
informacién obtenida de los patrones de la ME (Yen et al., 2004). Los métodos que usan VQ
deben calcular el nimero de prototipos a generar para cada clase en las muestras de datos
(Yen et al., 2004). Los enfoques de VQ que requieren una seleccidon de patrones iniciales de la
ME es Learning Vector Quantization (LVQ) (Geva & Sitte, 1991a). El método LVQ es una red
neuronal donde cada neurona representa un prototipo y cada conexién representa una
caracteristica del prototipo (Kim & Oommen, 2003b). El método LVQ se entrena con la ME para
ajustar y encontrar la mejor posicion de cada prototipo dentro del espacio de caracteristicas
(Triguero & Herrera, 2012). LVQ es uno de los enfoques que presenta una gran cantidad de
variantes en el estado del arte (Kim & Oommen, 2003a). Los métodos que hacen uso de LVQ

requieren de una buena seleccién de prototipos iniciales por clase.

Los enfoques de GP evolutivos no requieren de una seleccion inicial representativa de
prototipos. Los prototipos iniciales son seleccionados aleatoriamente de la ME, como en los
métodos de ENPC (Fernandez & Isasi, 2004) y PSCSA (Garain, 2008). En cada iteracion estos
meétodos aplican a los prototipos iniciales operadores de reproduccion, mutacion y eliminacion
para generar mas prototipos. Otros métodos evolutivos como AMPSO (Cervantes et al., 2007)
y PSO (Nanni & Lumini, 2009) inician con una submuestra aleatoria de un cinco por ciento o
dos por ciento de prototipos de la ME. La submuestra es movida dentro del espacio de

caracteristicas haciendo uso del algoritmo de enjambre de particulas (Fernandez & Isasi, 2004),



Introduccion

(Garain, 2008). La clase de los prototipos iniciales no se modifica en los métodos PSO. Ademas,
existen otros algoritmos evolutivos como los Algoritmos Genéticos (AG); que solo se han usado

para la seleccién de los prototipos iniciales (Nanni & Lumini, 2009).

Los métodos de GP presentados hacen uso de diferentes enfoques para la GP, usan reglas
especificas para la creacién y ajuste del prototipo dentro del espacio de caracteristicas. Los
prototipos obtenidos forman el modelo de clasificacion. El modelo de clasificacion se genera
con tres diferentes orientaciones:

- Fusién o agrupacién de patrones para generar prototipos.

- Calculo del nimero y posicion de prototipos con modelos VQ.

- Generacion de prototipos con modelos evolutivos.

Ademas, solo se usa la regla de clasificacion NN y una métrica de evaluacion. La métrica
utiizada evalta la reduccién de error (Cervantes et al., 2007), la mejora de precision
(Fernandez & Isasi, 2004) o la calidad de los prototipos (Triguero et al., 2010). Sin embargo, los
métodos de GP no permiten hacer uso de diferentes métricas para un mismo método de GP.
Esto limita la aplicacion de los métodos de GP para diferentes problemas de clasificacién. Por
lo que se requiere de un método de GP que permita usar diferentes métricas y reglas para la

generacion de prototipos.

1.1 Planteamiento del problema

Los trabajos encontrados en el estado del arte solo se han enfocado en iniciar, generar y
validar de prototipos usando una meétrica y reglas especificas para la generacion de
prototipos, es decir, no se tiene un método de GP que permita usar diferentes métricasy reglas
para generar los prototipos. Por lo que se tiene el problema de cémo obtener prototipos utiles

a partir de una ME.

Por lo que se tiene la siguiente pregunta de investigacion:
¢ Como obtener prototipos utiles a partir de una ME, que se puedan usar para clasificar nuevos

patrones?
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1.2 Hipotesis

Los métodos de GP del estado del arte hacen uso de diferentes reglas para la generacion de
los prototipos. Sin embargo, todos comparten tres procesos generales de inicializacion,
generacion y validacion. En la inicializacion se debe seleccionar una submuestra de n-
prototipos de la ME. Esta submuestra se usara en el proceso de generacion y validacion de

prototipos con ayuda de la ME.

Si al simplificar y aplicar los procesos de inicializacion, generacion y validacion con base en
una ME, entonces es posible obtener prototipos utiles, con el fin de clasificar nuevos patrones

en tareas de clasificacion usando la regla NN.

1.3. Objetivo general

Simplificar y construir un método de GP para iniciar, generar y validar los prototipos para

clasificar nuevos patrones usando la regla NN.

1.3.1 Obyjetivos especificos

e Investigar los métodos y resultados que obtienen los métodos de generacién de
prototipos.

e Conocer las muestras de datos que se han usado para la generacién prototipos.

e Desarrollar el método para la generacion de prototipos.

¢ Generar los prototipos usando el método propuesto

e Evaluar la calidad de los prototipos generados.

e Comparar los resultados obtenidos del método propuesto con los métodos de

generacion de prototipos investigados.

1.4 Justificacion

Los métodos de GP obtienen una reduccion en el nimero de patrones de la ME y mantienen
una precision similar en la clasificacion de la MP. Sin embargo, estos métodos de GP solo usan
una métrica de evaluacion. Ademas, la asignacion de prototipos por clases depende de los
patrones iniciales o de laregidn que ocupa en la ME, limitando la adaptacion de los prototipos

obtenidos.
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1.5 Delimitacion del problema

La tesis presenta un método de GP para la generacion, optimizacion y validacion de prototipos
usando la regla NN. Las muestras de datos usadas para la GP se obtienen de la herramienta
KeelPS usada en (Garcia et al., 2012) y (Triguero et al., 2012). El método tiene la capacidad
para aplicarse en diferentes tareas de RP que hagan uso de muestras de datos. Sin embargo,
en la presente tesis solo se usa para la inicializaciéon, generacion y validacion de prototipos en
muestras de datos de diferentes tamafios y dimensiones. El uso del método en otras tareas de

RP queda fuera del alcance del problema.

1.6 Estructura de la tesis

En este capitulo se presenta la introduccion al problema de investigacion con los conceptos
minimos necesarios. Ademas, se da a conocer el planteamiento del problema, hipoétesis,
objetivos, justificacion y delimitacion de la tesis. En el capitulo 2 se presentan los conceptos del
problema de investigacion. En el capitulo 3 se presentan los trabajos del estado del arte para
la GP. En el capitulo 4 se presenta el método propuesto para la solucién al problema
planteado. En el capitulo 5 se presentan los experimentos realizados y resultados obtenidos
para validar el método propuesto. En el dltimo capitulo 6 se describen las conclusiones

obtenidas del trabajo de investigacion.
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Capitulo 2.

Marco Teorico

En el siguiente capitulo se definen los conceptos usados para el desarrollo de la presente tesis.
Se describe el reconocimiento de patrones, clasificacion y las métricas de evaluacion. Ademas

de la descripcidn del AG con sus operadores y la regla de clasificacidn NN.

2.1 Reconocimiento de objetos.

El reconocimiento de objetos es de gran importancia para la mayoria de los seres vivos
(Logothetis, 1996), porque les ayuda a sobrevivir en su medio ambiente. Les ayuda en la
identificacién de alimento, pareja, migraciéon e identificacidén de depredadores (Marques De

Sa, 2001). Los humanos tienen tan desarrollado el reconocimiento de objetos que lo hacen

11
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inconscientemente (Dougherty, 2013). La mayoria de las actividades que realizan los humanos
se basa en la clasificacidon o reconocimiento de una gran cantidad de objetos (Logothetis,
1996). El reconocer un objeto es un proceso mas complejo que simplemente ver un objeto,
porque esto sirve como base para el razonamiento y la inferencia que aporta mas informacion
del objeto como; la longitud, peso, o funcién que desempafia (Hummel, 2013). Los humanos
reconocen rapidamente y sin esfuerzo un objeto sin importar la orientacién, iluminacién, color,
textura y olor (Hummel, 2013), (Logothetis, 1996). Sin embargo, los humanos no tienen la
capacidad de explicar como lo realizan (Dougherty, 2013). Lo que ha generado las siguientes
preguntas: ¢Cémo logran esto los humanos en su cerebro?, ;Qué tipo de informacién usan
para construir descripciones de un conjunto de caracteristicas de los objetos que capturen las
propiedades invariantes de los objetos? ¢(COlmo activa, representa y almacenan las

descripciones del objeto visto? (Logothetis, 1996).

2.1.1 Reconocimiento de patrones

El reconocimiento de objetos se intenta realizar de manera automatica con métodos que
emulan la capacidad humana para describir y clasificar objetos. La disciplina encargada de
tratar con métodos para la descripcidn y clasificacidn de objetos se llama reconocimiento de
patrones (RP) (Marques De Sa, 2001). El RP usa algoritmos para encontrar regularidades en los
objetos (Bishop, 2006). Las regularidades son usadas para asignar una clase a los objetos
(Bishop, 1995), (Duda et al., 2000), (Theodoridis & Koutroumbas, 2003).

2.1.2 Clases

Las clases son generalmente palabras que capturan propiedades funcionales presentes en los
objetos de una clase. Los humanos hacen este proceso para referirse a los objetos cotidianos,
por ejemplo, pifias, monedas, perros, puertas, etc. (Logothetis, 1996). Una clase tiene objetos
que son similares, pero no idénticos, y estos se distinguen de otras clases (Dougherty, 2013). Las
caracteristicas de los objetos en una clase son similares, mientras que los objetos de otras

clases tienden a valores diferentes en sus caracteristicas (Duda et al., 2000).

2.1.3 Patrones

Los objetos que se usan para clasificar, como por ejemplo: manzanas, naranjas o huellas
dactilares se denominan patrones y no implica una repeticion (Dougherty, 2013). Los patrones

estan formados de un nimero determinado de caracteristicas (Gasca & Barandela, 2000). Sea
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X, un patrébn con un x, numero de caracteristicas representadas de la forma; x, =
(xpl, Xp2s ...,xpi,xpw), en donde cada x, pertenece a una clase w de todas las posibles de clases
de Q= (w,wy,..,wy ), Y que esta dada por x,, en un espacio m-dimensional con x,; que
representa un valor en la caracteristica i-th de un de patron x,_, (Triguero et al., 2012). Como
ejemplo, si un patron x,, tiene solo dos caracteristicas x, y se pueden representar en un plano
de dos dimensiones, donde x, =[x, x,;]. El valor de x=x,, y el valor de y=x,,. Estas
caracteristicas pueden tener diferentes tipos de valores; valores simbdlicos, cualitativos, como
“negro”, “blanco”, “etc., valores numéricos y cuantitativos, que pueden ser continuos o
discretos (Kasabov, 2013). Como ejemplo en la tabla 2.1 se muestran siete patrones con su

respectiva clase.

Tabla 2.1 Patrones con dos caracteristicas y su clase.

Xp Xp1 Xp2 Xpw
Xy 0.455 0.6636 1
X, 0.355 0.3874 1
X3 0.788 0.6688 0
Xy 0.9032 0.7975 0
Xs 0.4915 0.1318 0
X 0.2112 0.2605 1
Xy 0.7426 0.5133 0

Los patrones de la tabla 2.1 se representan graficamente en la figura 2.1, donde se muestra el

espacio de caracteristicas ocupado por las clases de los patrones.
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Figura 2.1 Patrones graficados en un plano de dos dimensiones.

2.1.4 Clasificacién

La clasificacion trata de asignar la clase correcta a los nuevos patrones de todas las posibles
clases de Q = (wy,w,, ...,w,, ) (Marques De Sa, 2001). Esto implica dividir los nuevos patrones a
clasificar en diferentes clases de Q, que ya existen en la muestra de datos (Dougherty, 2013),
(Dougherty, 2013). Para realizar la clasificacion se usan los valores de las caracteristicas de
cada patron; en donde las caracteristicas se representan de la forma x,, = (xpl,
Xp2s s Xpmo xpw). Los valores de cada x,, se evalian para tomar una decision con respecto a
la clase w que se debe asignar al patrén. La asignacion de la clase para un nuevo patrén
depende de los valores presentes en x,,,, estos valores determinan si el patron esta dentro o
fuera de la tolerancia de una de las posibles clases de Q. La clasificacion se usa, por ejemplo,
para clasificar lesiones como benignas o malignas (Dougherty, 2013). Supongamos que los
patrones de la figura 2.1 pertenecen a este tipo de lesiones, y para poder clasificar nuevos
patrones se pueden dividir con una linea recta como en la figura 2.2, porque los patrones asi

lo permiten. Como ejemplo, para clasificar dos nuevos patrones usando como referencia los
patrones de la tabla 2.2; xg= (0.444, 0.4636) representado con ™ en la figura 2.2, cae dentro

de los limites de la clase 1, como resultado se le asigna la clase 1. El siguiente x4= (0.555, 0.444)

representado con 4 esta dentro de los limites de la clase 2, por lo que se le asigna la clase 2.
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Figura 2.2 Division de dos clases con una linea recta.

El clasificar patrones de manera automatica implica que el clasificador aprenda de los
patrones (Dougherty, 2013), es decir, el clasificador aprende que puede dividir los patrones
como en la figura 2.2 con una linea; no obstante, esto no sera siempre posible para la mayoria
de muestras de datos. Para solucionar esto, los clasificadores aprenden de diferentes formas.
El aprendizaje se refiere a una forma de adaptar el algoritmo de clasificacién para obtener la
mejor respuesta, y esto se logra al extraer informacidn como sea posible de los patrones
(Conway & White, 2012). Por lo que no se necesita escribir un programa que siga reglas
preprogramadas (The Royal Society, 2017) para resolver un problema de clasificacion dado,
no obstante, el programa necesitara patrones (Alpaydin, 2010). Los algoritmos de aprendizaje
usan los patrones o experiencia para mejorar el rendimiento y hacer predicciones precisas
(Mehryar Mohri, Afshin Rostamizadeh, 2012). Esto se logra porque los algoritmos de aprendizaje

automatico generan un modelo para clasificar nuevos patrones (Hackeling, 2014).

2.1.5 Tipos de aprendizaje automdtico

El aprendizaje automatico se divide en aprendizaje supervisado y no supervisado. En el
aprendizaje supervisado las clases de los patrones de la ME se conocen (Dougherty, 2013),y se
usan en el entrenamiento para corregir el modelo de aprendizaje automatico en cada
iteracidon del entrenamiento (Theodoridis & Koutroumbas, 2003). En el aprendizaje no
supervisado los patrones no tienen asighada la clase a la que pertenecen (Theodoridis &

Koutroumbas, 2003). En la etapa de entrenamiento, el aprendizaje no supervisado intentara
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encontrar un modelo util dentro del espacio de caracteristicas (Marques De Sa, 2001). El
modelo generado tratara de separar los patrones en clases (Dougherty, 2013). Los modelos
obtenidos de estos dos enfoques deben aproximarse a la mayoria de los patrones de la ME

para clasificar nuevos patrones (Marques De Sa, 2001).

2.1.6 Validacion del modelo de clasificacion

Para validar el modelo creado por los algoritmos de clasificacidn la muestra de datos se debe
dividir en una ME 'y una MP (Cervantes et al., 2007). La ME se usara para entrenar (Hackeling,
2014) y crear el modelo de clasificacion. Se espera que la ME esté formada por los patrones 'y
las caracteristicas que representen las clases de la ME (Francone, 1998). La MP se usara para
evaluar el rendimiento del clasificador en nuevos patrones (Hackeling, 2014). La precisidon
obtenida en la MP mide la generalizacion alcanzada por los algoritmos de clasificacion. La
generalizacidn es la capacidad de convertir una gran cantidad de informacién de la ME
(Bishop, 2006) en un conocimiento reducido (Lantz, 2015) que clasificara nuevos patrones en
un clase (Gasca & Barandela, 2000), (Kasabov, 2013). Sin embargo, existe un problema de

sobreajuste que afecta el modelo de clasificacion y afecta su rendimiento.

2.1.7 Sobreajuste

El sobreajuste se produce cuando el algoritmo ha alcanzado un punto en el que para mejorar
la clasificacion de la ME aprende el ruido de los patrones (Francone, 1998). El sobreajuste se
debe evitar, porque se intentara modelar cada variacion de los patrones de la ME (Murphy,
2012); produciendo un modelo mas complejo que pueda clasificar perfectamente toda la ME
(Duda et al., 2000). Sin embargo, en nuevos patrones de la MP no se obtendra una buena
generalizaciéon, es decir, se clasifican nuevos patrones incorrectamente (Francone, 1998),
(Duda et al., 2000), (Dougherty, 2013). Uno de los algoritmos que tiene la capacidad de
clasificar correctamente toda la ME es el clasificador del vecino mas cercano (Geva & Sitte,
1991a).

2.2 Clasificacion con la regla del vecino mds cercano (NN)

Algunos algoritmos de clasificacion no crean un modelo ni modifican la ME en la etapa de
entrenamiento, como resultado no se sobreajustan, ya que la ME es usada como el modelo

de clasificacion. La regla de clasificacion del vecino mas cercano o por sus siglas en inglés K-
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Nearest Neighbors (KNN) pertenece a este enfoque. Los clasificadores KNN hacen uso de la
regla NN y se llaman métodos de aprendizaje perezoso (Cervantes et al., 2007), (Triguero et al.,
2010) que pertenecen a la clasificaciéon supervisada (Garain, 2008). La regla NN fue propuesta
por Covery Hart en 1966 (Raicharoen & Lursinsap, 2005). La regla NN ha demostrado funcionar
bien en diferentes problemas de clasificacion (Lam et al., 2002). Se ha usado ampliamente en
el reconocimiento de patrones y aprendizaje automatico (Sanchez et al., 2003). La regla NN
es simple y facil de implementar (Raicharoen & Lursinsap, 2005), y sin embargo, es una de las
reglas de clasificacion mas cientificas en la practica (Kim & Oommen, 2003b). Por lo que se ha
convertido en uno de los métodos mas estudiados (Sanchez, 2004) desde los afios 70 para
mejorar su eficiencia y generalizacion (Decaestecker, 1997) y es considerado uno de los 10

mejores métodos en RP (Triguero et al., 2010).

2.2.1 Clasificacion de nuevo patrones

La regla NN clasifica un nuevo patréon en funcién de sus vecinos o patrones mas cercanos de
la ME (Kim & Oommen, 2003b). La clase de los n vecinos o el vecino mas cercano clasificara
al patrén en su misma clase (Fernandez & Isasi, 2004). Como resultado, los patrones que son
similares son asignados a la misma clase (Fayed et al., 2007). Para calcular los vecinos mas
cercanos se hace uso de una funcién de similitud. La funcién de similitud f; de un patrén x y los
n patrones de la ME se representa como; ME = (me,, me,, ..., me,) CON un espacio ocupando de

m-caracteristicas (Chang, 1974), (Singh et al., 2013) con la funcién de similitud f; de la forma:
f1(x) = min{d(x, me,), ..., d(x,me,,)}

Donde d(x,me;) es el valor de similitud entre un patréon x y me;, f;(x) es la funcién de similitud
del patrén x con los patrones de la ME = (me,, me,, ..., me,;) para una de las clases de Q (Chang,
1974) que define el espacio de caracteristicas de los patrones (Cervantes et al., 2007), (Triguero

et al., 2010).

Una de las funciones de similitud mas usada por la regla NN es la distancia euclidiana. La
distancia euclidiana calcula la raiz de la diferencia cuadrada entre las coordenadas de un

par de objetos (Singh et al., 2013).

d(a,b) = /(ar = b1)? + (@ = bp)? +  + (@ — byn)?
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Ddénde: a, b son los vectores con m-caracteristicas en el espacio euclidiano.

En donde los a,,, b,,, son el nUmero total de caracteristicas de los patrones. Las caracteristicas

numéricas se definen como d(a, b) = (a,, — b,)? (Aha et al., 1991).

2.2.2. Problema del clasificador NN

Laregla NN tiene diferentes problemas que afectan la precision en la clasificacion de nuevos
patrones. Los problemas de la regla NN se relacionan con el ruido presente en la ME; con
patrones mal etiquetados, atipicos y ruidosos (Xie et al., 1993). Ademas, en ME grandes el
numero de calculos para clasificar un patron aumentan los recursos computacionales
considerablemente (Decaestecker, 1997). Para solucionar estos problemas se han propuesto
técnicas de reduccion de patrones en la ME (Kim & Oommen, 2003a). La reduccion se realiza
con la seleccién de prototipos o la Generacion de Prototipos (GP). La selecciéon de prototipos
identifica y selecciona los patrones de la ME para obtener una submuestra representativa de
prototipos (Cervantes et al., 2007). Mientras, la GP selecciona, modifica y si es necesario puede
generar nuevos patrones (Garain, 2008), (Nanni & Lumini, 2009). La submuestra de prototipos
obtenida es un modelo de clasificacidn con una menor complejidad y una eficiencia similar o
mejor a la ME (Raicharoen & Lursinsap, 2005). Al usar un modelo de clasificacion reducido para
clasificar nuevos patrones se denomina Clasificador de Prototipos Mas Cercanos (CPMC)
(Fernandez & Isasi, 2004). Los prototipos actian como representantes de las clases con lo cual
se reducen y eliminan los patrones mal etiquetados, atipicos y ruidosos (Fayed et al., 2007). Esto
es una mejora para los clasificadores basados en la regla NN que usan como modelo de

clasificacion toda la ME.

2.3 Métricas de evaluacion

Para evaluar el rendimiento de la regla NN y del CPMC se usan patrones nuevos de la MP y
una métrica que evalla el niumero de patrones clasificados correctamente (Brodersen et al.,
2010), (Fernandez Hernandez et al., 2015). Para calcular la exactitud se usa la siguiente

expresion:
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(TP + TN)
(TP + TN + FP + FN)

Exactitud =

Dénde: TP son verdaderos positivos, TN son verdaderos negativos, FP son falsos positivos y FN

son falsos negativos, lo cuales se obtienen de la matriz de confusidon de tabla 2.2.

Tabla 2.2 Matriz de confusién para dos clases.

+ -

Clase + | TP | FP

Clase- | FN | TN

En donde TP y TN son el niumero de patrones que se clasificaron correctamente para cada
clase. Mientras, FP y FN son los patrones que se clasificaron incorrectamente (Chicco & Jurman,
2020).

Sin embargo, se tienen ME desbalanceadas que tienen un nimero mayor de patrones para
una clase en comparacion con la otra u otras clases (Ertekin et al., 2007). El desbalance en
dominios tales como llamadas telefénicas fraudulentas, gestion de telecomunicaciones,
clasificacién de textos y la deteccion ciertos objetos de imagenes de satélite (Ertekin et al.,
2007) representa un problema. El desbalance en estos dominios es de 100 a 1 por cada clase
en algunos casos (Chawla et al.,, 2002) y el usar la métrica de precision para evaluar el
rendimiento no es fiable. Para evaluar los clasificadores entrenados con ME desbalanceadas
se usan métricas como Exactitud Balanceada (EB) y medida f. Para calcular la EB se usa la

siguiente expresion:

TP 4 TN
TP+FN TN+ FP

1
Exactitud Balanceada = = (

> )

Donde el numero de clasificaciones correctas es dividido por nimero de clasificaciones totales

(Brodersen et al., 2010).

Para calcular la medida f se usa la siguiente expresion (Huang et al., 2015):
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(precision * recuerdo)

F1=2
: (precision * recuerdo)

Donde el recuerdo se calcula usando la siguiente expresion (Chicco & Jurman, 2020):

TP

recuerdo = TP+ FN

La precision se calcula usando la siguiente expresion (Chicco & Jurman, 2020):

TP

precision = m

Sin embargo, se hace uso de la Medida f Ponderada (MfP) que evalia cada clase por

separado y calcula su promedio ponderado por soporte (Scikit learn, 2021).

2.4 Validacion cruzada

La complejidad, generalizacion y reducciéon de los modelos generados por los métodos de
CPMC se evalla usando la validacidon cruzada (Odorico, 1997), (Fernandez & Isasi, 2004). La
validacion cruzada es un método para remuestrear datos y evaluar la generalizacion de
modelos de clasificacion y evitar el sobreajuste (Berrar, 2018). La validacion cruzada divide la
muestra de datos n-veces. La muestra de datos se divide aleatoriamente en subconjuntos del
mismo tamafio (Kohavi, 1995). Por ejemplo, cuando n = 10, es decir, la validacion cruzada es
igual a 10, la primera division del primer subconjunto sirve como MP y los nueve restantes son

usados como la ME (Berrar, 2018). En la figura 2.3 se muestra la divisiéon de la ME en n=10.
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Figura 2.3 Validacion Cruzada.

Cada cuadro de la figura 2.3 representa una n cantidad de patrones de la muestra de datos.
Como ejemplo, si la validacion cruzada es con n=10 y la métrica de evaluacion es precision,
elresultado de la validacién cruzada sera el promedio de la precision de todas las submuestras

de ME o MP (Brodersen et al., 2010).

2.5 Optimizacion

La naturaleza sigue un camino interesante para encontrar una solucion éptima a cualquier
problema (Samanta, 2014). Una solucion 6ptima tiene una mejor calidad que otras posibles
soluciones. La optimizacion trata de encontrar una soluciéon éptima en el espacio de soluciones
(Kramer, 2017). En la computacion se tienen algoritmos basados en conceptos biolégicos de

evolucién para problemas de optimizaciéon (Kramer, 2017).

2.5.1 Algoritmos genéticos

Los algoritmos genéticos (AG) son modelos computacionales inspirados en la evolucion,
busqueda y supervivencia de los individuos mas aptos (Whitley, 1994), (Ribeiro Filho et al., 1994),
(Adeli & Sarma, 2006). Los AG inician con un conjunto inicial de soluciones aleatorias llamado
poblacion que esta dentro de los limites o restricciones del problema (Gen et al., 2008). La
poblacion esta formada por individuos que representan estructuras similares a un cromosoma
y se codifican para el problema en especifico (Whitley, 1994). Los individuos de la poblacién
son mejorados gradualmente por un proceso de evolucion (Kendal & Creen, 2007) que tiene

los siguientes pasos; seleccidn, reproduccion, cruza y mutacion (Adeli & Sarma, 2006). Los
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individuos mas aptos tienen una posibiidad de sobrevivir y generar descendencia,
transmitiendo su herencia a la nueva generacion (Ribeiro Filho et al., 1994). El proceso es ciclico
y se repite para obtener una solucién éptima, a cada iteracion se le llama generacion. En la

figura 2.4 se muestra el proceso del AG.

Poblacioén inicial de
individuos

v

Calculo de la aptitud

v

Condicion
de parada

Seleccion

Mutacion

¥

Seleccién de individuos
mas aptos

Figura 2.4 Diagrama de flujo del algoritmo genético.

a) Codificacion y poblacion inicial

El AG inicia con la codificacion de la solucién potencial de un problema. Generalmente la
solucién potencial tiene el nombre de cromosoma. El cromosoma esta formado por genes y
cada gen o grupo de genes representa una caracteristica determinada en particular del
cromosoma (Mitchell, 1998), también llamada fenotipo. La codificacion se puede representar

con valores binarios y numeros reales (Ribeiro Filho et al., 1994). La inicializacion del AG es
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simple: se crea una poblacion de cromosomas, donde cada cromosoma es de un tamafio
especifico y los genes generalmente se inicializan aleatoriamente (Michalewicz, 1996). Un
cromosoma de diez posiciones y una combinacion aleatoria inicial como una cadena de

genes se muestra en la figura 2.5 (Whitley, 1994), (Kramer, 2017).
Figura 2.5 Codificacion de un cromosoma de diez posiciones.

En donde el cromosoma tiene un tamafio de diez y en total representa 3 caracteristicas de la

posible solucion.

Cromosoma {| 1|0 |0 |1|0|0|1]0|0]1

\ J \ J \ J
Y Y Y

Caracteristica 1 Caracteristica 2 Caracteristica 3

b) Funcion de aptitud

Una vez que se crea la poblacion inicial se debe evaluar cada cromosoma o individuo de la
toda la poblaciéon. La evaluacion de los cromosomas se hace con la funcion de aptitud
(Kramer, 2017). La aptitud es un indicador de supervivencia y reproduccion los organismos en
generaciones posteriores (Adeli & Sarma, 2006). En los AG la aptitud de un cromosoma evalua
la calidad alcanzada que depende de que tan bien resuelve el problema (Mitchell, 1998). En
cada generacion se producen cromosomas con una aptitud relativamente buena y mala. En
el proceso de evaluacion se busca que solo se reproduzcan cromosomas con una buena
funcién de aptitud y eliminar cromosomas con una baja aptitud (Gen et al., 2008). Una aptitud
alta del cromosoma le permite influir en el desarrollo de posteriores generaciones. Cuando
varios descendientes de un cromosoma dado sobreviven para reproducirse, muchos

cromosomas de la préxima generacion portaran genes de ese individuo (Holland, 1992).

¢) Condicién de paro

La condicién de paro en un AG se puede realizar de acuerdo con diferentes criterios. El AG
finaliza cuando deja de encontrar mejores soluciones (Ahn, 2006). Generalmente se ejecutan
durante un numero predefinido de generaciones. Mientras, mas cerca este de la solucién
6ptima, el progreso de mejora en la aptitud disminuye significativamente (Kramer, 2017).
Algunas de las condiciones de paro propuestas por (Samanta, 2014) son:

¢ NUmero maximo generaciones.
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e Limite de tiempo maximo.

e Aptitud maxima alcanzada.

d) Operadores de seleccion

Los AG juegan al casamentero al seleccionar dos cromosomas de la poblacién para generar
nuevos descendientes (Ahn, 2006). La seleccion dirige la blisqueda genética explorando y
reduciendo el espacio de busqueda hacia las regiones prometedoras de solucién (Gen et al.,
2008). Lo que permite la convergencia del AG en soluciones 6ptimas. En cada generacion se
elegiran los cromosomas con mejor aptitud para generar la proxima generacion (Ribeiro Filho
et al., 1994). En problemas de minimizacién se eligen valores bajos de aptitud y en caso de
problemas maximizacion viceversa (Kramer, 2017). Cuando la aptitud de un cromosoma es
mejor que la del resto de la poblacion tiene una probabilidad mas alta de ser seleccionado
(Mitchell, 1998). Para realizar la seleccién de cromosomas se puede hacer uso del método de

seleccion por torneo o ruleta.

1) Seleccién por torneo

Seleccion por torneo: imita la competencia de apareamiento en la naturaleza, elige al
azar un subconjunto de cromosomas (dos o tres) de la poblacidn, y el cromosoma con la
mejor aptitud se convierte en padre (Gen et al., 2008). La seleccion de torneo permite
gue cada cromosoma sobreviva, incluidos los cromosomas con valores de aptitud bajos
(Kramer, 2017). Sin embargo, en torneos grandes tienen una probabilidad baja de ser
seleccionados (Gen et al., 2008). El torneo se repite para cada padre necesario, en
general esta seleccidon genera buenas parejas y no requiere de ordenar la poblacion.

Ademas, en poblaciones grandes funciona mejor (Ahn, 2006).

2) Seleccion por ruleta

Seleccion por ruleta: determina la probabilidad de selecciéon para cromosoma en funcion
de su valor de aptitud. Donde cada cromosoma tiene una probabilidad de ser
seleccionado (Kramer, 2017). Lo que genera un modelo de rueda de ruleta mostrando
estas probabilidades. La seleccidn se basa en girar la rueda el nimero de veces igual al
tamanfno de la poblacién, en cada giro se selecciona solo un cromosoma. La selecciéon de

ruleta no permite seleccionar cromosomas duplicados de la poblacién (Gen et al., 2008).
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e) Operadores genéticos

En la naturaleza, la mayoria de las especies tiene dos padres que combinan su material
genético y lo heredan a su descendencia. En los AG los cromosomas representan partes
exitosas de la solucidn que, cuando se combinan, incluso superan a sus padres (Kramer, 2017).
El operador de cruza del AG toma dos cromosomas y los combina para intercambiar
informacién genética para producir nuevos cromosomas (Gen et al., 2008). La forma mas
sencilla de realizar una cruza es elegir un punto al azar de cruce, las porciones de las cadenas

principales p, y p, se intercambian para producir nuevas cadenas descendientes o, y o,
(Ribeiro Filho et al., 1994). Por ejemplo, si los padres p, y p, tienen un tamafo de cinco genes
como p, (ay, by, ¢1, dq, €1) Y p, (az, by, ¢3, da, €;) @l cruzar los cromosomas después del segundo

gen producira la descendencia o, ( a4, by, ¢35, du, €3) Y 0, (ay, by, ¢1, dq, ;) (Michalewicz, 1996).

1) Cruza uniforme

En la cruza uniforme se toma cada gen de los cromosomas padres y asigha
aleatoriamente el gen de un padre a un hijo y el gen del otro padre al otro hijo. Para hacer
esto se genera una mascara aleatoria que actia como un colador (Adeli & Sarma, 2006).
La mascara es un vector de unos y ceros aleatorios con la misma longitud de los padres.
Los valores de las mascaras segmentaran los genes que portaran los hijos (Ahn, 2006). Los
n-segmentos de los padres se deben alternar entre los hijos (Michalewicz, 1996). En la

siguiente figura se muestra la cruza de dos cromaosomas y sus cromosomas resultantes.

1{0({0(0|1|212]0|1(0]| 1| Mascara

Padre 1
11]0|{0|O0O|1|1|0|1|0]|1 1/f0|/0(0|1|1]0|1]0(1
\ 4 A A 4 y Hijos y v v l y

Padre 2

Figura 2.6 Cruza uniforme.
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) Mutacion

La mutacion es el siguiente operador en un AG. La mutacion tiene una pequefia probabilidad
de ocurrir en el mundo real y en los AG tienen un papel importante (Adeli & Sarma, 2006). La
mutacion previene la pérdida de valores en ciertos genes de los cromosomas causados por
los operadores de seleccion y cruza. Si esto ocurre, el AG convergera prematuramente
(Whitley, 1994). La mutacién trata de mantener una diversidad genética en los cromosomas
(Mitchell, 1998). La mutacion introduce rasgos que no se tienen en la poblacién original para
que el AG explore todos los posibles espacios de solucidon (Ahn, 2006). La mutacion se aplica
a cada cromosoma de la nueva poblacién (Ribeiro Filho et al., 1994) alterando
arbitrariamente uno o mas genes del cromosoma elegido (Michalewicz, 1996). El cromosoma
se elige con base en una probabilidad de mutacién (Gen et al., 2008). Una forma de realizar

la mutaciéon en un cromosoma basa en el cambio aleatorio de un gen (Kramer, 2017).

1) Mutacién por inversion

La mutacioén por inversion parte el cromosoma en tres subcadenas y solo muta una de las
tres subcadenas (Eiben & Smith, 2015). La particién se hace al seleccionar aleatoriamente
dos posiciones a lo largo del cromosoma (Gen et al., 2008), (Michalewicz, 1996), y los genes
dentro de las dos posiciones seleccionados se invierte (Ahn, 2006). La inversion se realiza al
cambiar las posiciones de los genes del cromosoma (Whitley, 1994). En la figura 2.7 se

muestra graficamente la mutacion por inversion de un cromosoma.

Posicion elegida  Posicion elegida

v v

Cromosoma 112(1|4|5|6|7|8|09

Cromosoma
mutado

Figura 2.7 Representacion de la mutacion por inversion.

Sin embargo, la mutacion por inversion para cromosomas con una gran cantidad de

genes, en donde un valor puede no volver a presentarse y perderse como en la figura 2.7.
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En esta figura el valor que ya no se presenta es el nimero 3 y la mutacion por inversion no

ayudara a prevenir la pérdida de valores en ciertos genes.

2) Mutacion por inversion base-n

La mutacion por inversion de base-n trata de prevenir la pérdida de valores de la mutacion
por inversion tradicional. La mutacion por inversion base-n genera la mutacion de los genes
de acuerdo con la base de la codificacién usada en el AG. El gen puede tomar un valor
de b de la codificaciéon usada. Como ejemplo, en la figura 2.8 se muestra un cromosoma
con una codificacién b ={1,2,3,4,5,6,7,8,9} por lo que el gen mutado puede tomar algun

valor de b. El valor asighado al gen mutado de la figura 2.8 es 3 que ocupa la tercera

Posicion elegida

v

Comosoma |1|2|1|4|5(6|7([8]9

Cromosoma |4 |5 3|76 |5|4|1]09
mutado
posicion.
Figura 2.8 Representaciéon de la mutacion por inversiéon base-n.
2.6 Resumen

En este capitulo se presentaron los conceptos necesarios para entender el problema de
investigacion. Se inicia con el reconocimiento de objetos que todos los seres vivos realizan para
sobrevivir. El reconocimiento de objetos se trata de imitar con algoritmos y modelos
computacionales. Estos son desarrollados por el RP para problemas de clasificacion. Ademas,
se explica la division de la clasificacion supervisada y no supervisada que depende de las

muestras de datos a usar para entrenar los algoritmos de clasificacion.

Se describen los elementos necesarios para la entrenamiento, clasificacion, evaluacion y
sobreajuste de los algoritmos de clasificacion. El clasificador presentado fue la regla NN que
es uno de los mas simples de usar e implementar. Este algoritmo no realiza ninguna
modificacion de la ME en el entrenamiento. Por lo que se considera un algoritmo de

clasificacion perezoso. El proceso de clasificacion del NN se describe como el céalculo de
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similitud entre 1 patron o n-patrones de la ME para clasificar un nuevo patrén. La similitud entre
los patrones se calcula con la distancia euclidiana. Estos conceptos son necesarios por que el
problema de investigacion de la tesis pertenece al RP, ya que busca generar prototipos para
generar un modelo de clasificaciéon que se usara clasificar nuevos patrones.

Para generar el modelo de clasificacion y dar la solucion al problema planteado en la presente
investigacion se presentd la definicion de los AG. Los AG se basan en la seleccion y
supervivencia del mas apto. Esto se aplica para buscar la mejor solucion posible dentro de un
espacio de soluciones. Se da una breve definicidbn para representar la codificacion y funcién
de aptitud en el AG. Ademas, de los operadores que forman el AG como son los operadores

de seleccion, cruza, mutacion y paro que simulan una evolucién de las posibles soluciones.
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Capitulo 5.
Estado del Arte

Los métodos en el estado del arte para la GP se enfocan en mejorar los resultados obtenidos
pararegla 1-NN. La mejora de los resultados se obtiene al generar prototipos de la ME original.
A continuacion, se presentan los pasos generales con una breve descripcion de cémo los
meétodos de GP inician, generan, optimizan y validan los prototipos. Después se continuara con

la descripcién de que pasos usa cada método de GP.
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3.1 Descripcion general de los métodos de GP

Los métodos de GP comparten un proceso general para iniciar, generar, optimizar y validar los
prototipos. Sin embargo, este proceso no es similar para todos los métodos de GP, por lo que

se presenta una descripcidn general para la mayoria de los métodos de GP.

3.1.1 Inicializacién

En algunos métodos la solo inician con 1 prototipo por clase y en otros métodos seleccionan
un subconjunto de prototipos aleatorio o representativo. A continuacién, se describen los
diferentes tipos de inicializacién. La Inicializacion en los métodos de GP es un paso importante
para algunos de los métodos de GP y para otros métodos de GP no tanto. Para mostrar los
diferentes tipos de inicializacién se usa la muestra de datos de “iris”. La muestra de datos de
iris contiene 150 patrones con 3 clases diferentes. En la figura 3.1 se muestran graficamente la

distribucion de los patrones de la muestra de datos de iris usando solo la caracteristica de

1 )
0.9 ©

0.8

0 0.2 0.4 0.6 0.8 1

@ Clase A Clase B Clase C

longitud del sépalo y ancho del sépalo.

Figura 3.1 Representacion grafica de la muestra de datos de iris con dos caracteristicas.

a) Seleccion aleatoria de un prototipo por clase

La seleccion de prototipos aleatorios generalmente inicia con solo un prototipo por clase, y la

posicidn que ocupan estos prototipos no afecta el rendimiento del método de GP. En la figura
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3.2 se muestra la seleccibn de varios prototipos aleatorios por clase. Los prototipos
seleccionados de la figura 3.2 se marcan con un rectangulo verde. No obstante, cualquier
patron de la muestra de datos de iris se puede seleccionar. En este paso ya no se agregan
mas prototipos por clase. Como resultado, la muestra de datos de iris solo inicia con una

submuestra de 3 prototipos.
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@Clase A Clase B Clase C
Figura 3.2 Seleccidn aleatoria de prototipos iniciales por clase.

b) Seleccion de un centroide por clase como prototipo inicial

La seleccién de centroides como prototipos iniciales busca cubrir un area mas grande dentro
del espacio de caracteristicas con un prototipo por clase. Tomando como ejemplo la muestra
de datos de iris y el algoritmo de agrupamiento k-means usado en (Decaestecker, 1997) se
generan los centroides iniciales para cada clase. En la figura 3.3 se sefialan con un cuadro
color rojo los centroides generados por el algoritmo k-means. Sin embargo, los centroides
iniciales se pueden generar de diferentes formas, como;

- Laseleccion de los patrones mas alejados de la muestra.

- Laseleccién de los patrones mas cercanos a los limites de clase.

- Laseleccion aleatoria de patrones.
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Una vez seleccionados los patrones se calcula el centroide o la media de los vecinos cercanos

para obtener los prototipos iniciales. Como ejemplo, en la figura 3.4 se grafican con un

triangulo los prototipos iniciales. Los triangulos marcan el lugar que se espera que ocupen los

nuevos prototipos.
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Figura 3.3 Prototipos iniciales usando el algoritmo de agrupamiento k-means.
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Figura 3.4 Prototipos iniciales usando informacioén los patrones seleccionados.

¢) Seleccion de una submuestra de prototipos

La seleccién de una submuestra de prototipos requiere de mas de un patréon por clase. La
submuestra se elige aleatoriamente si el método no requiere de un numero especifico de
patrones por clase. No obstante, algunos métodos necesitan de un niamero de prototipos por
clase, y el numero de patrones por clase no puede ser aleatorio. La submuestra tiene un
tamarfio aproximado de un 5% a 20% del tamafio de la ME (Cervantes et al., 2007). En la figura
3.5 se muestran con circulos color rojo los prototipos seleccionados para una submuestra inicial.

La submuestra de la figura 3.5 tiene el mismo nimero de prototipos por clase.
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Figura 3.5 Seleccion de una submuestra de prototipos.

3.1.2 Generacion y optimizacion de los prototipos

Los métodos de GP se pueden dividir en métodos de GP que generan los prototipos con la
informacion de sus vecinos mas cercanos en la ME, y métodos de GP que optimizan la posicion
de los prototipos. Algunos métodos combinan la generaciéon y optimizacion para obtener los
prototipos. A continuacion, se hace una descripcion generalizada de la generacion,

optimizacién y de la combinacién de estos dos procesos.
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a) Generacion de prototipos.

Los métodos de GP que usan la informacion de sus vecinos mas cercanos para generar nuevos
prototipos, generan centroides, combinan o calculan la media de los vecinos mas cercanos
para generar un nuevo prototipo. El nuevo prototipo se trata de colocar cerca de los patrones
mal clasificados de la ME. Usando como ejemplo, la muestra de datos de iris de la figura 3.3 se
muestra el proceso de generacion de nuevo prototipos. En la figura 3.6 se muestra los nuevos
prototipos con la forma de una estrella. Estos nuevos prototipos se generan con la informaciéon
de sus vecinos mas cercanos. La generacion de los prototipos puede variar en cada método

y usar técnicas diferentes para posicionarlo.
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Figura 3.6 Generacién de nuevos prototipos con la informacion
de los vecinos més cercanos.

Sin embargo, en la mayoria de los métodos de GP los patrones mal clasificados de la ME se

usan para generar nuevos prototipos en la nueva iteracion.

b) Optimizacion de prototipos

La optimizacion de los prototipos se usa generalmente en las submuestras de los prototipos. La
posicion de los prototipos se optimiza para que cubran un espacio de caracteristicas mas

amplio dentro la ME. La optimizacién se realiza al ajustar los valores de las caracteristicas de
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los prototipos. El ajuste de los prototipos se puede realizar al sumar o restar los valores en sus
caracteristicas. En otros casos los patrones de la ME se usan para modificar la posicién de los
prototipos. Algunos métodos cambian la clase del prototipo o generan nuevos prototipos para
una clase. La optimizacion de la posicion trata de colocar los prototipos cerca de patrones de
su misma clase y alejarlos patrones de clases diferentes (Geva & Sitte, 1991b). En la figura 3.7
se muestra un ejemplo hipotético de optimizacidon en la posicion de la submuestra. Este tipo
de métodos inician con grandes cambios en los prototipos, y en cada iteracion la modificacion

es menor (Triguero et al., 2012).

0.3 S ©
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@ Clase A Clase B Clase C
Figura 3.7 Optimizacién de la submuestra de prototipos en el espacio de caracteristicas.

¢) Generacion y optimizacion de los prototipos

La generacion y optimizacion de prototipos generalmente inicia con una seleccion aleatoria
de un prototipo por clase de la ME. La generacion de los prototipos se inicia con la
modificaciéon o combinacién de los prototipos iniciales, esto se hace para generar nuevos
prototipos. La optimizacién trata de encontrar los mejores prototipos generados. Los mejores
prototipos son lo que clasifican correctamente un mayor niumero de patrones de la ME. Estos
prototipos se agregan a una submuestra de prototipos que aumenta iterativamente, y pueden
reemplazar a los prototipos actuales de la submuestra o solo agregarse para aumentar el

numero de prototipos. En la figura 3.8 se muestra un ejemplo hipotético de los prototipos
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generados se representan con una estrella, y los prototipos que no son seleccionados se

eliminan.
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Figura 3.8 Generacion y optimizacion de los prototipos.

3.1.3  Validacion de los prototipos

Para la validacién de los prototipos se usa generalmente una medida de distancia, la regla de
clasificacion y una muestra de datos. Para validar los prototipos se siguen |os siguientes pasos;
- Clasificar la ME con los prototipos.

Evaluar la clasificacion obtenida.

Asignar la precision alcanzada que generalmente va 0 a 1.

Eliminar los prototipos que no mejoran la clasificacion.

Los métodos de GP generalmente hacen uso de la distancia euclidiana, la regla 1-NN y de
una ME. La eliminacién de los prototipos reduce el nUmero de prototipos que no aportan una
mejora en la clasificacion. Generalmente, se eliminan los prototipos que tienen por vecinos
mas cercanos a patrones de otras clases. En algunos métodos se hace solo una modificacion
de la clase. Como resultado, se elimina un prototipo de una clase y se obtiene un nuevo

prototipo para otra clase. La validacion trata de mantener los prototipos que clasifican un

36



Estado del Arte

mayor nimero de patrones de su misma clase. Sin embargo, algunos métodos no realizan una
eliminacidon de los prototipos durante todo el proceso de generacidon, optimizaciéon y

validacion.

3.2 Ajuste de la posicion de los prototipos con modelos vectoriales

Uno de los métodos mas estudiados y que mas variantes presenta para la generacion de
prototipos es Learning Vector Quantization (LVQ) (Bezdek & Kuncheva, 2001). El método LVQ
generar un nimero determinado de prototipos y no genera, elimina o cambia la clase de los
prototipos iniciales. El determinar el nimero correcto de prototipos iniciales es el principal

problema de los métodos LVQ (Fernandez & Isasi, 2004).

3.2.1 Learning Vector Quantization (LVQ)

El método LVQ ajusta la posicion de los prototipos, mientras reduce el error de clasificacion
(Lozano et al., 2006). El metodo LVQ es una red neuronal de tres capas: la primera capa de
entrada tiene tantas neuronas como caracteristicas tienen los patrones; la segunda capa
intermedia contiene un numero definido de neuronas LVQ (prototipos); la capa de salida tiene
tantas neuronas como clases la muestra de datos (Odorico, 1997). En la segunda capa es
donde se ajusta la posicién de los prototipos. El ajuste se realiza al entrenar la red LVQ con la
ME para modificar las conexiones entre las neuronas de la segunda capa y las neuronas de

salida (Triguero et al., 2010). En la figura 3.9 se muestra la representacion de la red LVQ.
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Figura 3.9 Representacion de la red LVQ con 2 clases.
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El método LVQ tiene tres variantes llamadas LVQ1, LVQ2 y LVQS3. La estructura de la red
neuronal no cambia en estas variantes, solo cambia la regla para modificar a un prototipo
(Kohonen, 1990). La descripcidon de las diferentes variantes de LVQ se realiza porque varios
métodos de GP hacen uso de estas técnicas y realizan una modificacion a los métodos
originales para mejorar la clasificacion (Odorico, 1997). A continuacion, se describe la forma

en que cada método de LVQ hace el ajuste de los prototipos.

a) LVQI

El método de LVQL1 ajusta la posicion de los prototipos con una recompensa o castigo (Geva
& Sitte, 1991a). La recompensa se aplica cuando el prototipo mas cercano clasifica
correctamente al patron actual. En caso contrario se realiza un castigo al prototipo mas

cercano. El método LVQ1 ajusta la posicion del prototipo de acuerdo con la siguiente regla

38



Estado del Arte

general. Que acerca el prototipo al patron si la clasificacion es correcta y lo aleja en caso

contrario.

yit+1) =y, +a(t) [xp(t) — yi(t)] si la clase (xp) == clase (y;)
{yi(t +1) =y, —a(t) [xp(t) — yi(t)] sila clase (xp) i = clase (y;)

Vit + 1) =y, (t) si k # clase (xp)
t esla épocadelared LVQ
y; corresponde al prototipo a modificar
x,(t) es el patron de entrada
a(t) es la tasa de aprendizaje
En donde 0 < a(t) < 1 que puede ser constante o disminuir uniformemente en el tiempo de

entrenamiento (Triguero & Herrera, 2012).

6) LVQ2
El método LVQ?2 ajusta la posicidn del prototipo si la clasificacion es correcta o incorrecta (Li
et al., 2005). El ajuste se realiza si el prototipo mas cercano al patron tiene una clase diferente,

pero si el siguiente prototipo mas cercano tiene la misma clase del patron. Como se muestra

en la siguiente regla general (Geva & Sitte, 1991a).

{yi(t +1) =y, + a(t)[xp(t) — yi(t)] si la clase (xp) ! = clase (y;)
yit+1) =y; —a(t) [x,,(t) Y (t)] sila clase (xp) == clase (y]-)

El regla la describe el autor Kohonen (Kohonen, 1990) como; si el prototipo y; es la mas
cercano, pero el patron x, pertenece a la clase del prototipo y;, en donde el prototipo y; es
la siguiente clase mas cercana, entonces, para actualizar el patron x, debe caer en una
ventana definida. En caso contrario aplicar la siguiente regla.

Vet +1) =y, ()

¢c) LVQ3

En LVQ3 la ajusta la posicién del prototipo haciendo una combinacién de LVQ1l y LVQ2,y lo

realiza siguiendo la siguiente regla general.
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{yi(t +1) =y; — a(®)[x,(t) — y:(D)]
yi(t+1) = y; + a(®)[x,(0) — y;©)]

Donde el prototipo y; y el prototipo y; son los prototipos mas cercanos al patron x,,. El patron
x, y €l prototipo y; pertenecen a la misma clase, mientras el patron x, y el prototipo y;
pertenecen a diferentes clases. En caso contrario, donde el patron x,, el prototipo y; y el

prototipo y; pertenecen a la misma clase se sigue la siguiente regla de ajuste.

ye(t+1) =y — ea(®)[x,(©) — yi ()]

Para k = {i,j},si x,y; y y; pertenecen a la misma clase. El valor puede tomar € puede ser de 0.1

a 0.5 (Kohonen, 1990).

Los métodos basados en LVQ son sensibles al nUmero inicial por clase y la tasa de aprendizaje
(Fayed et al., 2007). Sin embargo, determinar la tasa de aprendizaje, la cantidad de prototipos

iniciales y la ubicacién de estos, es una tarea dificil para cada ME (Li et al., 2005).

3.2.2 Decision Surface Mapping (DSM)

- Seleccion de una submuestra representativa

- Optimizaciéon de los prototipos

El método Decision Surface Mapping (DSM) propuesto por (Geva & Sitte, 1991b) ajusta la
posicién de los prototipos usando una variante de LVQL1. El método DSM inicia con la seleccidn
aleatoria de una submuestra y ajusta los prototipos en cada iteracion usando toda la ME. Los
prototipos se ajustan, si el prototipo mas cercano clasifica incorrectamente a un patron de la
ME. Los prototipos mas cercanos que tienen la misma clase del patrén se ajustan acercandolos
al patron, mientras, el prototipo que clasificd incorrectamente al patron se aleja (Triguero &
Herrera, 2012). El método DSM inicia con grandes cambios en la posicidon de los prototipos al
inicio y en cada época la modificacién que se realiza es menor, para refinar errores de
clasificaciéon mas pequerios. El método DSM trata de mantener un equilibrio en la submuestra
entre los prototipos y clases. El método DSM finaliza si no ocurre una clasificaciéon errénea en el

entrenamiento (Geva & Sitte, 1991b).
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3.2.4 Hybrid LVQ3 Algorithm (HYB)

- Seleccion de una submuestra representativa

- Optimizacién de los prototipos

El método Hybrid LVQ3 algorithm (HYB) hace uso de diferentes métodos para seleccionar la
submuestra de prototipos iniciales (Triguero et al., 2012). El método de seleccidn de prototipos
gue obtiene los mejores resultados es Support Vector Machines (Khoshgoftaar et al., 2005). La
submuestra de prototipos se ajusta con el método LVQ3. Pararealizar el ajuste de los prototipos
la ME se parte en dos. Una parte se usa para buscar los mejores parametros para LVQ3, y la
otra parte de la ME se usa para ajustar la posicion de la submuestra de prototipos. (Triguero &

Herrera, 2012), (Kim & Oommen, 2003a).

3.3 Ajuste de la posicion y generacion de los prototipos con modelos vectoriales

Los métodos LVQ de ajuste y generacidon de prototipos no calculan el nimero de prototipos
iniciales. Estos métodos generan, eliminan y cambian la clase de los prototipos con diferentes

reglas que se describen a continuacion.

3.3.1 Learning Vector Quantization with Training Count (LYQIC)

- Selecciéon de una submuestra
- Optimizacion de los prototipos

- Eliminacién y cambio de clase

El método Learning Vector Quantization with Training Count (LVQTC) es una modificaciéon del
método LVQL. EL método LVQTC modifica la clase del prototipo y en algunos casos lo elimina.
El método LVQTC fue propuesto por (Odorico, 1997) e inicia con una submuestra de un 5 % de
patrones de la ME. A cada prototipo de la submuestra se le agrega un contador de
entrenamiento. El contador de entrenamiento permite la modificacion de la clase del
prototipo o la eliminacion. Los contadores de entrenamiento de cada patron inician en cero
y se modifican en cada época del entrenamiento. El ajuste, modificacién y eliminacién se
hace acuerdo a la siguiente regla (Odorico, 1997).

{yq t+1D =y, + ar(t)/Ptot[xp(t) - Yq (©)] sila clase (xp) == clase (y,)
Vot +1) =y, — aw(t)/Ptot[xp(t) — yq(t)] sila clase (xp) I = clase (y,)
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Donde «, y «a,, son dos tazas de aprendizaje diferentes y P,ot almacena el nimero de veces
gue los patrones de una misma clase han entrenado el prototipo. La eliminacién de una
neurona se realiza cuando alcanza numero definido de clasificaciones errbneas en P;ot.
Ademas, si Pot alcanza un valor maximo en los contadores de entrenamiento de la clase

incorrecta se crea un nuevo prototipo para esa clase (Triguero & Herrera, 2012).

3.3.2 Learning Vector Quantization with Pruning (LYQPRU)

- Seleccién de una submuestra
- Optimizacion de los prototipos

- Eliminacién y cambio de clase

El método Learning Vector Quantization with Pruning (LVQPRU) propuesto por (Li et al., 2005)
inicia con una submuestra grande de prototipos. Usa un gran numero de prototipos iniciales
porque calcular el nUmero de prototipos de la submuestra una tarea dificil para cada muestra
de datos. El método LVQPRU usa LVQ2 para ajustar la posicion de los prototipos. Cada
prototipo tiene un registro de cuantos patrones clasifica correctamente de la ME. Durante el
entrenamiento, el método LVQPRU cambia la clase de los prototipos de acuerdo con el
numero de patrones que clasifica de la ME. Para eliminar un prototipo su registro de
clasificacion no debe ser mayor a cero, y la eliminaciéon de este prototipo no debe aumentar
el error de clasificacion mas de un veinte por ciento. La eliminaciéon de prototipos se detiene

cuando se alcanza un niumero minimo de prototipos (Li et al., 2005).

3.4 Vector Quantization (1Q)

Los métodos de Vector Quantization (VQ) ajustan la posicién de los prototipos de manera
similar a los métodos LVQ. La diferencia entre estos métodos radica en la inicializacion de la
submuestra. Los métodos de VQ no requieren una submuestra inicial de prototipos. Los
métodos de VQ crean los prototipos iniciales con toda la informacién de los patrones de la ME
(Xie et al., 1993). Los métodos VQ crean un niumero definido de prototipos iniciales por clase
llamados “codewords” (Yen et al., 2004). Los prototipos son separados en clases y no tienen
ninguna interaccidn con patrones y prototipos de clases diferentes durante el ajuste de

posicion (Triguero et al., 2012).
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3.4.1Vector Quantization for Nearest Neighbor (VQ-NN)

- Seleccidon de un centroide por clase como prototipo inicial

- Optimizacién de los prototipos

El método VQ-NN propuesto por (Xie et al.,, 1993) es un método basado en cuantificaciéon
vectorial y la regla NN. El método VQ-NN inicia con un prototipo por clase y los aumenta
iterativamente. Sin embargo, calcular el niumero de prototipos por clase es dificil y los
prototipos generados no forman buenos limites de decisiébn por la falta de interacciéon duran
la cuantificacion. Para clasificar los patrones de la ME usa la regla de bayes. Ademas, las clases

de los prototipos son asignadas al finalizar el método VQ-NN. (Xie et al., 1993).

3.4.2 A Vector Quantization method for nearest neighbor classifier (A1Q)

- Seleccion de un centroide por clase como prototipo inicial

- Optimizacion de los prototipos

El método propuesto por (Yen et al., 2004) trata de solucionar el problema del nimero de
prototipos con su método propuesto AVQ. El método AVQ inicia con solo un prototipo por
clase, que es el centroide de cada clase. Los patrones de la ME son clasificados con los
prototipos, y el grupo que tenga mayor error es dividido y el prototipo es reemplazado por otros
dos prototipos que son los nuevos centroides. El error lo calcula de la suma de laregla de bayes
y la regla NN. Los patrones son divididos usando el método LBG. El método AVQ termina

cuando la generacion de un nuevo prototipo no mejora la precision (Yen et al., 2004).

3.5 Combinacion de patrones de la ME para la generacion de nuevos prototipos

Los métodos de GP que combinan los patrones de la ME para generar nuevos prototipos tratan

de agrupar los patrones de diferentes formas. Estos métodos se describen a continuacion.

3.5.1 Reduction by Space Partitioning (RSP3)

- Seleccion de un centroide por clase como prototipo inicial

- Generacion de prototipos

El método Reduction by Space Partitioning (RSP3) propuesto por (SAnchez, 2004) inicia con un
prototipo por clase. El método elige los patrones mas alejados de la ME y creando un centroide

para cada clase usando los patrones mas cercanos. Los prototipos son usados para formar
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agrupamientos dentro de la ME. Todos los agrupamientos son medidos para ver cual presenta
un mayor didmetro. El agrupamiento con mayor didmetro se selecciona para buscar los
patrones mas lejanos para generar nuevos centroides. Este proceso se repite hasta que ningun
agrupamiento formando por los prototipos contengan patrones de clases diferentes. El
método RSP3 requiere una eliminacidn de patrones ruidosos, atipicos y mal etiquetados
(edicidn). Si esto no se realiza el método generara un numero mayor de prototipos (Sanchez,
2004).

3.5.2 Bootstrap Technique (B1S53)

- Seleccion aleatoria de un prototipo por clase

- Generacion de prototipos

El método propuesto por (Hamamoto et al., 1997) basado en Bootstrap que tiene el nombre
de BTS3. El método BTS3 combina localmente los patrones de la ME con Bootstrap. El método
BTS3 inicia con la seleccidon de un patrén aleatorio de la ME por clase. El siguiente paso es
buscar los vecinos mas cercanos al patrén para iniciar la generacion de un nuevo prototipo.
Los patrones de la ME no se deben seleccionar mas de una vez. Ademas, el numero de
prototipos se debe determinar para saber cuando detener el método (Hamamoto et al., 1997).

La férmula para la generacion de los prototipos se muestra a continuacion.

k

Il
=
.

*

Vi =

| =

Jj=1

Donde y; es el prototipo y xij son los patrones mas cercanos (Triguero & Herrera, 2012).

3.5.3 MixtGauss

- Seleccidén de una submuestra representativa

- Generacion y optimizacion.

El método MixtGauss propuesto por (Sotoca et al.,, 2004) hace uso de la condensacion
adaptativa del modelo de mezclas de distribuciones gaussianas. El método MixtGauss asume
una independencia estadistica de las caracteristicas (Lozano et al., 2006). El método MixtGauss
inicia con una submuestra de prototipos. Los prototipos son modificas con valores aleatorios
en las caracteristicas para generar nuevos prototipos. La generacion de nuevos prototipos se

detiene cuando ninguna clase obtenga un aumento de rendimiento con respecto a una
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iteracion anterior (Sotoca et al.,, 2004). El proceso puede verse como un esquema de
condensacion adaptativo, en el que los prototipos del conjunto resultante corresponderan a

los centros de los gaussianos finales (Triguero & Herrera, 2012).

3.6 Division de la ME para la generacion de prototipos

Otros enfoques que se tienen son los que dividen la ME para iniciar la generacién de prototipos.
Los métodos son divididos en dos grupos que inician solo con un prototipo por clase y los que

inician con una submuestra de prototipos.

3.6.1 Pairwise Opposite Class-Nearest Neighbor (POC-NN)

- Seleccidén de un centroide por clase como prototipo inicial

- Generacion de prototipos

El método propuesto por (Raicharoen & Lursinsap, 2005) llamado POC-NN inicia con un
prototipo por clase. El método POC-NN busca los limites de las clases de la ME para calcular
el valor del limite de clase. El limite de clase divide la ME en regién 1y regién 2. En cada regiéon
se buscan los patrones mas cercanos al limite de clase para generar un prototipo para cada
region. El siguiente paso es clasificar la ME usando los prototipos creados, y buscar la region
con un mayor numero de patrones mal clasificados. En la regidn seleccionada se busca un
nuevo limite para generar nuevos prototipos. Sin embargo, en ME que tienen patrones con
caracteristicas iguales o similares con una clase diferente, el método tiene problemas para

generar nuevos prototipos (Raicharoen & Lursinsap, 2005).

3.6.2 Self-Generating Prototypes (SGP)

- Seleccion de un centroide por clase como prototipo inicial
- Generacion de prototipos

- Eliminacion

El método propuesto por (Fayed et al., 2007) llamado SGP forma varios agrupamientos con los
patrones de la ME. La media de cada agrupamiento se usa para generar los prototipos
iniciales. El nUmero de agrupamientos iniciales depende del niumero de clases de la ME. Los
agrupamientos iniciales son divididos sucesivamente para formar nuevos agrupamientos y

prototipos. Los patrones de la ME pueden cambiar a otro agrupamiento, si el prototipo mas
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cercano pertenece a otro grupo. Ademas, si algun patron de la ME es clasificado
incorrectamente el agrupamiento se divide, y se eliminan los patrones mal clasificados para

formar un nuevo agrupamiento y calcular dos nuevos prototipos (Fayed et al., 2007).

3.7 Generacién y optimizacion de prototipos con modelos evolutivos

Los métodos de generacidn con modelos evolutivos inician con solo un prototipo por clase
gue usaran para clasificar la ME. El siguiente paso es generar nuevos prototipos usando los
prototipos iniciales. Los prototipos se generan y optimizan siguiendo reglas especificas de cada

método de GP.

3.7.1 Evolutionary Design of Nearest Prototype Classifiers (ENPC)

- Seleccion aleatoria de un prototipo por clase
- Generacion y optimizacién de prototipos

- Eliminacién de prototipos

El método ENPC propuesto por (Fernandez & Isasi, 2004) trata de encontrar el nimero 6ptimo
de prototipos por clase. El método ENPC se basa en un proceso de evolucién. El método ENPC
inicia con un prototipo por clase e introduce nuevos prototipos usando operadores de
reproduccion, mutacion, lucha, eliminaciéon y movimiento. El operador de reproduccion busca
cubrir nuevas regiones en el espacio de caracteristicas. La clase de los prototipos puede

cambiar de acuerdo con los patrones mas cercanos a este.

1. Elmétodo inicia con un prototipo por clase seleccionado aleatoriamente.

2. Evalla los prototipos seleccionados clasificando la ME, si es necesario la clase del
prototipo es actualiza.

3. Lareproduccion del prototipo solo se realiza usando ruleta, y si el descendiente
es mejor que el prototipo padre se conserva. Ademas, si el prototipo tiene como
vecinos mas cercano patrones de otra clase se crea otro prototipo con su misma
clase.

4. Los prototipos realizan una lucha para mantener mas patrones dentro de su
region. Los prototipos mas alejados del prototipo y mas cercano a otro cambian

de prototipo. En cambio, si los prototipos pertenecen a clases diferentes la lucha
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por los prototipos se realiza con ruleta. La divisibn con ruleta trata de ser
equilibrada para dividir patrones y prototipos de la misma clase.

5. Los prototipos son movidos al centro de su regidon que forman sus patrones mas
cercanos.

6. Los prototipos son eliminados si dentro de su regién no contienen un niumero
determinado de patrones.

7. Elmétodo finaliza al cumplir un nimero de iteraciones, alcanzar una precision o

un numero de prototipos establecido.

En el método ENPC todos los operadores estan integrados y no se pueden modificar por otro
operador. Esto permite que el método no necesite de muchos pardmetros para iniciar su
ejecucion. Los prototipos son representados en una matriz que contiene las caracteristicas, la
clase a la que pertenece y el niUmero de patrones que clasifican. En la figura 3.1 se muestra

un ejemplo de la matriz del método ENPC (Fernandez & Isasi, 2004).

Clases
¥ «
c X Ccy \c,f
V1 P11 | P12 Pin
-
,3’2 P21 \ Pin
Prototipos
s - P Patrones
.. Pin
1 3
\yn Din ‘(... Din

Figura 3.10 Representacion de los prototipos de ENPC.

3.7.2 Iterative Prototype Adjustment based on Differential Evolution (IPADE)

El método IPADE propuesto por (Triguero et al.,, 2010) hace uso de evoluciéon diferencial o
formulas matematicas. El método IPADE inicia solo con un prototipo por clase. Cada individuo
del método de IPADE codifica solo un prototipo, y usa la regla NN para realizar la clasificacion
de la ME. La generacidén y optimizacion de los prototipos se realiza con operadores de
mutacion y cruza. La optimizacion inicia con la creacion de un vector mutante para cada

prototipo. El vector mutante se cruzara con su respectivo prototipo. El prototipo obtenido se
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usa para clasificar los patrones de la ME, y si se obtiene una mejora el prototipo reemplaza al
prototipo padre, pero si no se obtiene una mejora es descartado. Para agregar un nuevo
prototipo el método IPADE selecciona un patron aleatorio de la ME. El patrén seleccionado es
agredo a la muestra de prototipos, para realizar una iteracion usando los operadores de
mutacioén y cruza, si se obtiene una mejora el patrén se agrega a la muestra de prototipos. En
caso contrario, el patron se elimina y la clase se marca como no optimizable (Triguero et al.,
2010).
El algoritmo de IPADE es el siguiente:
1) GS =Inicializacién (ME)
2) Optimizacion de (GS, ME)
3) Precisiéon_Global = Evaluar (GS, ME)
4) Registrar_clase [0...Q] = opfimizable
5) MIENTRAS Precision_Global <> 1.0 o todas las clases no son optimizables
a) Menor_precision = «
b) PARA(=1aQi)
Sl Registrar_clase [i] == Clase_de_precision optimizable [i] = Evaluar (GS,
patrones de clase i en ME) ii)
S| Clase_de_precision [i] < Menor_precision
Menor_precision = Clase_de_precision [i]; clase_de_destino = i;
c) GStest = GS U Muestra_aleatoria_para_clase (ME, clase_de_destino)
d) Optimizacién DE (GStest, ME)
e) Precision_MP = Evaluar (GStest, TR) f)
S| prueba_de_precisidon > Precision_Global
Precision_Global = precisionTest; GS = GStest

f) de otro modo Registrar_clase [clase_de_destino] = no optimizable

3.8 Ajuste de la posicion de los prototipos con modelos evolutivos

Los métodos evolutivos para ajustar la posicion de los prototipos inician con una submuestra
de la ME. Generalmente es del cinco por ciento y se trata de mantener un equilibrio de las
clases. El ajuste de la posicion se realiza con un vector del mismo tamafo que los prototipos

gue suma o resta valores a las caracteristicas de los prototipos.
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3.8.1 MSE

- Seleccion de una submuestra representativa
- Optimizacién de los prototipos

- Eliminacién

El método MSE propuesto por (Decaestecker, 1997) inicia con un conjunto de prototipos de la
ME. Los prototipos iniciales se buscan de manera no supervisada, y se eligen por clase con el
algoritmo de agrupacion k-means. Los centroides encontrados por k-means se usan como los
prototipos iniciales, generalmente son de diez a veinte por clase. Con esto busca que cada
clase y agrupamiento este representado por un prototipo (Triguero & Herrera, 2012). La
optimizacién de los prototipos se realiza con descenso de la gradiente. La optimizacion permite
realizar grandes cambios en los prototipos al inicio, y conforme avanza la optimizacion los
cambios son mas pequefios. Para eliminar los prototipos no representativos hacen uso de la
regla con k=3, mientras, la clasificacidbn no se vea afectada. El método MSE presenta

problemas en ME con una deficiente construccion o ruido.

3.8.2 An Adaptive Michigan Approach SO (AMPSO)

- Seleccidon de una submuestra de prototipos
- Optimizacién de prototipos

- Eliminacién

El método AMPSO propuesto por (Cervantes et al., 2007) usa Particle Swarm Optimization (PSO)
con un enfoque diferente de optimizacidon. La optimizaciéon PSO se inspira en la naturaleza y la
analogia social, donde cada miembro del enjambre ayuda a encontrar la soluciobn a un
problema. En la optimizacion PSO tradicional una particula representa la solucién potencial al
problema. En cambio, en el método AMPSO que usa un enfoque Adaptativo de Michigan y
cada particula representa solo una parte de la solucién, por lo que cada particula representa
un prototipo y su clase. Por lo que el tamafio de cada particula es igual al nimero de
caracteristicas y clase de los patrones de la ME. La codificacion propuesta por AMPSO es mas
sencilla y flexible al nimero de prototipos que PSO. El método inicia con una seleccién de una
submuestra aleatoria de los prototipos iniciales. Los prototipos son optimizados con PSO que

permite la eliminacion y reproduccién en caso de ser necesario. Sin embargo, la clase de las
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particulas no cambia durante la optimizacion de la posicion. Para clasificar los patrones de la
ME hacen uso de la regla NN (Cervantes et al., 2007.
El pseudocdédigo del algoritmo AMPSO es:
1. Inicializar Swarm. (La dimension de las particulas es igual al nUmero de atributos)
2. Inserte N prototipos de cada clase de la ME.
3. Si el Criterio de parada no se cumple:
a) Verifique la reproduccion y eliminacion de particulas.
b) Para cada particula haga:
i) Calcule la aptitud local.
i) Calcule su siguiente posicion
c) Mueve las particulas.
d) Asignar clases a los prototipos de la ME utilizando las particulas mas cercanas.
e) Evaluar la precision de la clasificacion.
4. Eliminar de la mejor Swarm encontrada, las particulas (prototipos) que pueden

eliminarse sin reducir la precisién de clasificacion.

3.8.3 @article Swarm Optimization for prototype reduction (PSO)

- Seleccidon de una submuestra de prototipos

- Optimizacién de prototipos

El método PSO propuesto por (Cervantes et al., 2009) se basa en la optimizacién PSO para
encontrar la posicibn de una muestra de prototipos. El método PSO inicia con un 5% de
patrones de la ME. Las particulas contienen la soluciobn completa, es decir cada particula
contiene todos los prototipos. Para mover a los prototipos hacen uso de un vector con las
mismas dimensiones que un patrdn. El vector controla la velocidad en la que los prototipos son
movidos dentro del m-espacio de caracterizas. Al inicio PSO realizan cambias grandes en los
prototipos, pero cada que se acerca al numero final de iteraciones los cambios son menores
(Cervantes et al., 2009)
1. Inicializacion: seleccione un nimero aleatorio de prototipos de la ME.
2. Mientras se alcanza la condicion final:
a. Evaluar particulas.
b. Procedimiento de actualizacion: Para cada particula, calcule su velocidad y

actualice el posicionamiento, de acuerdo con las siguientes ecuaciones:
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vy =wv; + ¢; * Rand()(p; — x;) + c;Rand () (pg — x;)
x;(t+1) =x;(t) +v;

donde i varia de 1 al tamario de la poblacion; ¢; y ¢, se denominan constantes
de aceleracion; p; es la particula actual (una muestra de prototipos) y p, son las
mejores posiciones; Rand() es una funcién aleatoria en el rango [0,1]; w es el

peso de inercia.

3.9 Resumen

Los métodos de GP se pueden clasificar de diferentes formas. Una de las posibles
clasificaciones se presentd anteriormente con siete grupos. Los métodos de cada clase
comparten de una forma general el proceso de ajuste o la generacion de prototipos. En los
métodos de ajuste y generacion que hacen uso de VQ hacen las modificaciones con base en
los patrones de la ME. Los patrones de la ME se usan para atraer o alejar a los prototipos dentro
del espacio de caracteristicas. Ademas, dentro de estos métodos VQ se tienen métodos con
parametros que permiten generar y eliminar prototipos. La eliminacién y generacion de estos
métodos les permite iniciar con una submuestra no representativa. Los métodos de GP que
hacen uso de enfoques evolutivos también se pueden dividir en dos clases diferentes. En la
primera clase los métodos realizan un ajuste con base en vectores de velocidad. Los vectores
de velocidad tienen las mismas caracteristicas que los prototipos y patrones, estos vectores
son sumados o restados en los prototipos para moverlos dentro del espacio de caracteristicas.
La segunda clase de los métodos evolutivos de GP tienen la capacidad de generar nuevos
prototipos. Los prototipos son generados con operadores especializados de seleccion, cruzay
mutacion. Mientras, en los métodos de generacion de nuevos prototipos se generan con los
patrones de la ME. Los patrones son usados para calcular nuevos centroides o realizar una
mezcla de varios patrones al obtener el promedio. El centroide o promedio se elige un nuevo

prototipo. En la figura 3.11 se muestra el esquema de la clasificacion propuesta.
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Métodos de GP

A

Optimizaciéon Generacion
Ajuste Generacion Combinacioén Division y
L Y iusta Paw a%
Evolutivos VQ Evolqu Centroides Aleatoria  Centroides  Division
i i P i Prototipos  Prototipos
Submuestra Submuestra  Prototipos  Submuestra Prototipos Submuestra fOtTIPOS
ENPC VQ-NN SGP BTS3 RSP3 POC-NN
MSE HYB LvQTC AVQ GENN MixGatss
AMPSO LVQ3 IPADE LVQPRU
PSO DSM

Figura 3.11 Clasificacién propuesta de los métodos de GP.

Ademas, se incluye el mapa de generacion de prototipos que fue propuesto en el trabajo de
(Triguero et al., 2012) en donde divide en cuatro categorias principales los métodos de GP.
Cada categoria tiene diferentes subcategorias que aportan informacién del tipo de
inicializacion, generacion y optimizacion. En la figura 3.12 se muestra el mapa de generacion
de prototipos propuesto por (Triguero et al., 2012). Ademas, de incluye un resumen de las

subcategorias del mapa de generacién de prototipos.
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Figura 3.12 Mapa generacion de prototipos propuesto por (Triguero et al., 2012)

Generacion de prototipos:

e Ajuste de posicionamiento: los prototipos se generan de la seleccidn de una
submuestra de la ME. La submuestra de prototipos se modificara y ajustara en el
espacio de caracteristicas sumando o restando cantidades a las caracteristicas de los
prototipos.

e Reetiquetado de clases: modifican la clase los patrones o prototipos que puedan
pertenecer a otras clases (ruidosos), sin eliminar ningln patron.

e Centroides: los prototipos se generan de la combinacién de varios patrones similares,
dando como resultados los centroides. Los algoritmos basados en centroides obtienen
una alta reducciéon que da como resultado perdidas en la precision.

e Divisibn del espacio: los prototipos se generan de la divisibn del espacio de
caracteristicas (regiones) y en cada region se asignara a un prototipo represéntate,

que reemplazara a todos los patrones de la region.
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Conjunto de prototipos obtenidos:

Condensacioén: obtiene prototipos cerca de los limites de decisién y una generalizacion
alta en la ME. Sin embargo, la generalizacion en la MP es menor. Ademas, la reduccion
es alta.

Edicién: obtiene prototipos alejados de los limites de decision, al modificarlos o
eliminarlos. La generalizacién en la MP es mayor en comparacion con la ME. La
reduccion obtenida es menor.

Hibrido: trata de obtener un numero reducido de prototipos al combinar la

modificacién de prototipos cercanos y alejados de los limites de decision.

Evaluacion de la busqueda:

Fitro: La regla NN no es usada para evaluar los prototipos en su lugar se usa otra
heuristica. La evaluaciéon puede ser mas rapida pero no garantiza la precision.
Semiwrapper: la regla NN es usada para evaluar los prototipos y otros criterios son
usados para tomar una decision en la evaluacion. Es un enfoque intermedio de
eficiencia y precision.

Wrapper: la regla NN es usada para la evaluacion y la toma de decisiones de la
generacion de los prototipos. Es un enfoque para obtener la mejor precision en la MP.

Sin embargo, cada evaluacidon puede ser costosa.

Tipo de reduccion:

Incremental: inicia con una submuestra de prototipos o con algunos prototipos
representativos por clase. En cada iteracibn se agregan nuevos prototipos o se
modifican. Es una de las técnicas mas rapidas y que requiere de menos
almacenamiento. Ademas, le permite establecer el nUmero de prototipos necesarios
para la ME. Sin embargo, un nimero elevado de prototipos producira un sobreajuste.
Decremental: inicia con la ME como submuestra de prototipos y en cada iteracion
reducira y modificara los prototipos. La reduccién y modificacién se realiza con
diferentes operaciones, como fusionar, mover, cambiar la clase o eliminar prototipos.
La principal ventaja de esta reduccion es que tiene disponible todos los patrones de la
ME. Sin embargo, esto aumenta el costo computacional.

Fijo: inicia con un nimero definido de prototipos en relaciéon con un porcentaje de la

ME. Uno de los principales inconvenientes de esta reduccion es la variacion del numero
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de prototipos para cada ME. Ademas, solo se enfoca en aumentar precision de la
clasificacion.

« Mixta: inicia con una submuestra de prototipos seleccionados de la ME, que luego
agregara, modificara y eliminara prototipos en la submuestra. Este tipo de reduccion
combina las ventajas de las anteriores reducciones, lo que le permitird corregir los
problemas que tenga la submuestra. Sin embargo, presenta problema de sobreajuste

y en general tienen un alto costo computacional.
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Capitulo 4.

Método Propuesto

Recordando el problema planteado

¢ COmo obtener prototipos utiles a partir de una ME, que se puedan usar para clasificar nuevos

patrones?

En este capitulo se presenta el método propuesto para la generacién de prototipos
representativos de Muestra Entrenamiento (ME), para dar la soluciéon al problema planteado.
Cada paso del método propuesto es descrito con un diagrama y una explicacion de las tareas

realizadas en cada paso.
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4.1 Descripcion del método propuesto

Los métodos de GP expuestos en el capitulo 3 muestran los diferentes enfoques para la
generacion de prototipos. Cada método de GP del estado del arte usa diferentesreglasy una
métrica definida para validar los prototipos. Por tal motivo, se propuso un nuevo método que
permita usar diferentes métricas de evaluacion y el clasificador basado en la regla NN. Las

muestras de datos que se usan en el método deben estar normalizadas y divididas en ME y MP.

4.1.1 Normalizacion

Los métodos de GP buscan en los espacios de caracteristicas de la muestra de datos. Cada
muestra de datos tiene patrones con m-caracteristicas y el espacio de caracteristicas a
explorar que puede ser muy grande. Una forma de reducir el espacio de caracteristicas de los
patrones es normalizando los valores de las caracteristicas. Las caracteristicas de los patrones
de la muestra de datos se normalizaran con valores de 0 a 1. La normalizacion de las

caracteristicas se hace en todos los métodos de GP del estado del arte (Nanni & Lumini, 2009).

4.1.2 Generacion de las ME y MP

Los métodos de GP requieren de muestras de datos con patrones diferentes para generary
validar los prototipos. Los patrones que se usan para generar los prototipos no deben usar para
validarlos y viceversa. Para determinar los patrones que forman la ME y MP se usa la validaciéon
cruzada. El numero de ME y MP generalmente usado en los métodos de GP en el estado del
arte es de diez. Lo que permite una comparacion de los resultados obtenidos con los resultados

de los métodos del estado del arte.

4.2 Pasos del método propuesto

Los pasos del método propuesto se muestran en la figura 4.1 con 3 pasos principales. El método
propuesto de GP inicia con una ME que puede tener n-patrones con n-clases y n-
caracteristicas. En el paso de generacion de prototipos se optimizan y evalian los prototipos
con la ME. El dltimo paso es la evaluacion de la MP con los prototipos generados para la
evaluacion de la generalizacidon alcanzada por los prototipos. Ademas, de evaluar la

reduccion alcanzada en comparacion con la ME.

57



Método Propuesto

. Generacion de los Evaluacion de los
Inicializacion de

prototipos usando —» prototipos con las
las ME MPpP

A

los Prototipos

Figura 4.1 Diagrama del método propuesto.

La reduccion y la generalizacién son los puntos mas importantes en los métodos de GP por lo
gue se busca generar prototipos Utiles. Los prototipos Utiles se definen como prototipos con
una alta precision en la clasificacion y una baja cantidad numero de prototipos (Fernandez &
Isasi, 2004). Sin embargo, una alta precisién y un numero bajo de prototipos entra en conflicto
de manera natural. Esto se produce porque a mayor numero de prototipos la precision
aumenta y viceversa un menor numero de prototipos reduce la precision (Bezdek & Kuncheva,
2001). El método propuesto se disefié para generar prototipos Utiles con diferentes métricas y

un clasificador de la regla NN.

4.2.3 Generacion de los prototipos

La generacion de los prototipos se realiza para cada ME obtenida en la validacién cruzada.
La MP no se utiliza en esta etapa de generacion de prototipos. El método se aplica para cada
ME,, ME,,..., ME,, y se obtiene un nimero diferentes de prototipos de cada una de las ME. Uno
de los problemas de los métodos de GP es saber el nUmero de prototipos iniciales. Ademas,
del nUmero de prototipos se debe considerar la clase que cada prototipo para no generar un
desequilibrio en los prototipos. En los métodos de GP del estado del arte las clases de los
prototipos son definidas como en SGP, LVQ3, HYB, etc. y en otros como AMPSO, ENPC, IPADE,
etc. se modifica de acuerdo con los patrones cercanos de la ME. El método propuesto inicia
con dos, tres o cuatro prototipos dependiendo del nimero total de clases de la ME. Ademas,
los prototipos iniciales son generados aleatoriamente. Los prototipos iniciales son usados para
generar nuevos prototipos y solo se conservan los prototipos con una clase util que definen los
patrones de la ME y métrica de evaluacion. En la figura 4.2 se muestra el diagrama del proceso

completo de generacion de prototipos que se propone en esta tesis.
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Generacién de los prototipos usando las ME

Inicializacién

Optimizacién
global 1

Inyeccion

Condicion
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global 2
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.| Optimizacién
local

Eliminacion |«

Figura 4.2 Diagrama de procesos de generacion de prototipos usando la ME.

Los procesos de inicializacion, optimizacion global, inyeccidn, optimizacion local, eliminacion

y condicién de paro del diagrama de procesos de la figura 4.2. se describen a continuaciéon

usando la muestra de datos “banana”.

a) Inicializacion

El nimero de prototipos iniciales esta relacionado con el total de clases de la ME. Sin embargo,

esto no garantiza que cada clase tenga un prototipo que la represente. La clase y

caracteristicas de cada prototipo no se definen debido a que se generan aleatoriamente en

el proceso de inicializacion.

Como ejemplo, en la tabla 4.1 se muestra seis prototipos generados aleatoriamente de la ME

“banana”. En la figura 4.3 se muestran el espacio de caracteristicas ocupado por los patrones

de la ME “banana”.

Tabla 4.1 Prototipos iniciales aleatorios de la ME.

No. | Caracteristica uno | Caracteristica dos | Clase
1 0.605533 0.555933 1
2 0.850655 0.943022 0
3 0.795159 0.252154 1
4 0.382322 0.29352 0
5 0.549843 0.115958 1
6 0.024936 0.148586 1
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Figura 4.3 Representacion grafica de la muestra de datos “banana”.

Para mostrar el espacio de caracteristicas ocupado por los prototipos iniciales y compararlos

con los patrones de la ME, en la figura 4.4 se muestran 400 prototipos iniciales.
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Figura 4.4 Representacion grafica de los prototipos iniciales
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Los prototipos iniciales ocupan diferentes lugares en el espacio de caracteristicas de la ME
“banana”. Para encontrar, validar y colocar dentro del espacio de caracteristicas

representativos de la ME “banana” se debe iniciar la optimizacion global.

b) Optimizacion global

El problema de cdmo optimizar los prototipos de la figura 4.5 y obtener los mejores dentro del
espacio de caracteristicas es uno de los problemas principales de los métodos de GP. La
optimizacion debe tener la capacidad de validar y colocar los prototipos en la mejor posicion
dentro del espacio de caracteristicas. Algunos métodos de GP evolutivos del estado del arte
hacen uso de operadores de reproduccién, mutaciéon y eliminacién para buscar dentro del
espacio de caracteristicas de la ME. Sin embargo, existen otros algoritmos evolutivos como los
Algoritmos Genéticos (AG); que solo se han usado para la seleccidn de los prototipos iniciales
(Nanni & Lumini, 2009). Para realizar la optimizaciéon global el método propuesto usara un AG
que tratara de buscar dentro del espacio de caracteristicas de la ME, la mejor posicion de los

prototipos iniciales.

1) Funcion de aptitud

El problema de validar los prototipos con la ME se puede realizar de diferentes maneras. La
validacion de los prototipos guiara el proceso de generacion de los prototipos. La validacion
se realiza con la funcién de aptitud del AG. La funcidn de aptitud se compone por laregla NN
y de una métrica de evaluacion. La métrica propuesta es Medida f Ponderada (MfP).
Ademas, se calcula la distancia que tiene cada prototipo con el patrén mas cercano de la
ME y se suma a una distancia total. Al final se suma la distancia total y el error de clasificacion

obtenido de la métrica de evaluacion.

2) Operador de seleccion

El operador de seleccion usado por el AG esruleta. También, se hace uso de un operador elite

para mantener en cada generacion el cromosoma con la aptitud mas alta.

3) Operador de cruza.

El operador propuesto para la generacidon de nuevos cromosomas es cruza uniforme.
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4) Operador de mutacion

El operador propuesto para la mutacion es generacion de base-n para mantener una

variedad genética en los cromosomas.

Como ejemplo, en la figura 4.5 se muestra el espacio de caracteristicas ocupado por los
prototipos iniciales al finalizar la optimizacién global. Ademas, se muestran los mejores
prototipos de cada clase con la clase AA y la clase BB sefialados con un circulo color rojo.
Estos son los prototipos que obtienen la mejor evaluacion de la funcién de aptitud del AG. Estos

prototipos se guardan en la Submuestra de Prototipos (SMP).

@Clase A OClase B Clase AA @ Clase BB

Figura 4.5 Representacion grafica de los prototipos después la primera optimizacioéon global.

¢) Inyeccion

La SMP generada en el paso anterior se usa para clasificar toda la ME y obtener los patrones
que se clasifican incorrectamente de la ME. Algunos de los patrones de la ME que son
clasificados incorrectamente se usaran para reemplazar a todos los prototipos de la
optimizacion global. Esto se hace para explorar nuevos espacios de caracteristicas de la ME 'y

mejorar la clasificacion con nuevos prototipos.
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Como ejemplo, en la figura 4.6 se muestran algunos de los prototipos mal clasificados de la ME
“banana”. Para esta muestra con dos clases se inyectan 400 prototipos mal clasificados. Esto
genera que el método propuesto inicie una nueva optimizacidn global. La siguiente

optimizacion global es similar a la anterior y solo agrega un nuevo parametro que considerar.

1
0.9
0.8
0.7
0.6
0.5
04 o % ©
0.3

0.2

0.1

@ Clase A Clase B

Figura 4.6 Patrones mal clasificados de la ME inyectados en los prototipos.

La exploracion del método propuesto tiene como propdsito iniciar una generacion de
prototipos, que no se ha explorado con los prototipos actuales. El nUmero de patrones

inyectados se puede modificar para inyectar solo uno o mas patrones por clase de la ME.

d) Optimizacién global 2

La optimizaciéon global 2 del método propuesto optimizara los prototipos de la figura 4.6 para
encontrar la mejor posicidbn dentro del espacio de caracteristicas. Usa la misma optimizacion
global 1 del AG sin cambiar ningln operador. La Unica diferencia con la anterior optimizaciéon
es la consideracion de los prototipos de la SMP al momento de evaluar los prototipos de la

optimizacién global 2.

Como ejemplo, en la figura 4.7 se muestran los prototipos al finalizar la optimizacién global 2

con un total de 4 prototipos. Los mejores prototipos de la optimizaciéon global 2 son sefialados
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con un circulo color rojo. Estos prototipos se agregan a la SMP para incrementar el nUmero de
prototipos optimizados. Ademas, los prototipos de la optimizacién global 1 son sefialados con
color verde. El siguiente paso del método propuesto es buscar localmente la mejor posicion

para los cuatro prototipos de SMP.

@Clase A ©Clase B Clase AA @ Clase BB

Figura 4.7 Representacion grafica de los prototipos después la optimizacion global 2.

e) Optimizacion local

La optimizacién local usa los prototipos que forman hasta el momento la SMP y tratara de
mejorar su posicion dentro del espacio de caracteristicas. La optimizacion local divide los
prototipos de la SMP en varias partes que se representan de la siguiente manera SMP =
{smp,, smp,, ... smp,,}. LOs prototipos de smp, exploraran su espacio de caracteristicas cercanoy
al encontrar una mejor posicion en el espacio de caracteristicas se guardara en smp,. Cuando
finaliza la optimizacion de smp, se continua iterativamente con las partes restantes de smp,,. El
proceso se repite varias veces para cada una de las partes smp,,. La optimizacion local usa la

misma optimizacion global 1 y 2 del AG sin cambiar ninglin operador y parametro.
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Como ejemplo, los prototipos de la figura 4.7 sefialados con los circulos color verde y rojo tienen
una optimizacion local. En la figura 4.8 se muestran el movimiento de los prototipos dentro de
la ME de “banana”. La flecha color rojo muestra la posicion inicial y la posiciéon final de cada
prototipo. Los prototipos de la SMP inician clasificando correctamente solo 3471 patrones de
la ME. Para la “Clase A” se clasifican 2077 patrones correctamente y para la “Clase B” se
clasifican correctamente 1394 patrones. Al finalizar la optimizacion local los prototipos de la
SMP clasifican correctamente 3619. Para la “Clase A” ahora clasifican 2527 patrones
correctamente y para la “Clase B” se clasifican 1092 patrones. La mejora de los prototipos de
la SMP es de un 3.1 por ciento. Solo un prototipo de la SMP cambio de clase y fue movido
considerablemente. El prototipo mejoro la clasificacion de la clase A, pero clasifico menos

patrones de la clase By como resultado aumento la precisidon en toda la ME.

@Clase A ©Clase B Clase AA @ Clase BB

Figura 4.8 Posicion inicial y final de los prototipos de la SMP al finalizar la optimizacién local.

Uno de los problemas del método propuesto es mantener prototipos Utiles dentro de la SMP,

es decir, se eliminan prototipos que no mejoran la clasificacion.
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f) Eliminacién

La eliminacion de prototipos de la SMP solo se realiza si el tamafio es mayor a cinco y menor a
treinta. Para decidir qué prototipos no son necesarios se usa la regla NN, la métrica de
evaluacion es medida f ponderada (M fP) y una submuestra de SMP. Para crear la submuestra
se elimina un prototipo y los prototipos restantes se usan para clasificar la ME. Si la eliminacion
de este prototipo mejora o mantiene la precision de clasificacién, este prototipo se elimina de
la submuestra. La submuestra reemplaza a SMP, y se inicia una nueva eliminacion de
prototipos. Si en cambio, la clasificacion empeora el prototipo se agrega de nuevo a la
submuestra, y se procesa el siguiente prototipo para seguir el mismo proceso de eliminacién.

Este proceso de eliminacion puede eliminar varios prototipos o no eliminar ninguno.

Los pasos para eliminar un prototipo de la SMP se muestran a continuacion:
e Se crea Submuestra (S) = SMP
e Seiniciai=0
e Se elimina de S un prototipo;
¢ Se clasifica con S la ME.
e SiS>=SMP
o i=0
e Sino
0 Se agrega protitipo; a S
o =i+l

e Al finalizar SMP =S

Este proceso se repite para todos los prototipos de la SMP.

Como ejemplo, en la figura 4.9 se muestra los prototipos de la SMP y el prototipo que se van a

eliminar se marca con un circulo de color rojo.
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@Clase A ©Clase B Clase AA @ Clase BB

Figura 4.9 Prototipos que forman la SMP y el prototipo a eliminar.

g) Condicion de paro del método

El método propuesto al iniciar con pocos prototipos y al agregar nuevos prototipos debe tener
una condiciéon de paro. El método propuesto se detiene cuando alcanza una aptitud igual o
menor a cero, que indica que los prototipos de SMP clasifican correctamente todos los
patrones de la ME. Sin embargo, alcanzar el cero puede conducir a un sobre ajuste en la ME
y obtener una baja generalizacion en la MP. En caso contrario el método se detiene cuando
alcanza un nimero maximo de iteraciones. Sin embargo, si ninguna de estas dos condiciones
de paro se cumple el método inicia de nuevo en la inyecciéon de patrones mal clasificados de

la ME.

4.2.4 Evaluacion de los prototipos con la MP

La generalizacion que tiene los métodos de GP se evalla con la Muestra de Prueba (MP). Los
patrones de la MP no se usaron durante la generacion de los prototipos. La evaluacion solo se
realiza cuando se generan todas las SMP para todas las ME, y se procede a clasificar las MP
con sus respectivos prototipos. La precision alcanzada en MP se promedia para conocer la

generalizacion para esa muestra de datos.
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Como ejemplo, los resultados obtenidos de las ME “banana” se muestran en la tabla 4.3. En
esta tabla se muestran los resultados obtenidos en exactitud para cada ME y MP, y el nimero
de prototipos generados por el método propuesto. Ademas, se muestra la exactitud de la
regla NN en la MP. Este proceso se debe repetir para las todas las muestras de datos que se
usen. En todas las MP el método propuesto superd la regla NN que usa toda la ME completa

para clasificar la MP.

Tabla 4.2 Resultados obtenidos de la ME “banana”.

No ME MP Prototipos Re NN-MP Patrones
1 0.895 0.902 13 99.727 0.898 4770
2 0.892 0.871 14 99.706 0.862 4770
3 0.895 0.873 14 99.706 0.857 4770
4 0.903 0.894 13 99.727 0.846 4770
5 0.898 0.888 14 99.706 0.876 4770
6 0.901 0.873 12 99.748 0.872 4770
7 0.895 0.893 12 99.748 0.862 4770
8 0.89 0.872 13 99.727 0.849 4770
9 0.89 0.905 12 99.748 0.9 4770
10 0.902 0.896 13 99.727 0.872 4770
Promedio 0.869 4770

Los resultados de la tabla 4.3 se muestran en la figura 4.10 para apreciar graficamente la

diferencia de los resultados de los prototipos y la ME al clasificar los patrones de la MP.
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Figura 4.10 Resultados de la precision obtenida de los prototipos y el clasificador KNN.

4.2.5 Evaluacion de los resultados

Para comprar los resultados obtenidos por el método propuesto con los métodos de GP se
debe evaluar la generalizacion en la ME y MP. Ademas, se debe calcular la reducciéon
alcanzada. Para evaluar los resultados del método propuesto se deben usar diferentes
muestras de datos. A cada muestra de datos se le aplicard el método propuesto para generar
sus prototipos. La informacion que se obtiene de los prototipos se usa para comparar el método
propuesto con los métodos de GP del estado del arte. La informacién que se usa para
comparar los métodos de GP es la cantidad y calidad de clasificacion de los prototipos. La
calidad de los prototipos en la GP se basa en reducir el tamafio de la ME sin disminuir

drasticamente la precision de clasificacion.

La reducciodn se calcula con la formula usada en el trabajo de (Kim & Oommen, 2003a);
(ME, — P)

Re = ( ME,

) * 100
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En donde ME; es el numero total de patrones de la ME y P, es el nUmero total de prototipos
para una determinada ME. Para todas las ME se calcula la Re para al final sumar y promediar

la reduccién obtenida por cada muestra de datos.

Como ejemplo, de la tabla 4.3 de resultados de la muestra de datos de banana solo se usa la
marcada en color verde. Para sumar y promediar la precisidn alcanzada en todas las muestras
de datos en ME, MP y Re.

4.3 Resumen

En este capitulo se describié el método propuesto de GP que hace uso de la regla NN y el
algoritmo de GP que usa el AG para optimizar los prototipos. Se describieron las etapas del
método propuesto con un ejemplo de la muestra “banana”. Por lo que se intenta demostrar
gue una muestra se puede adaptar al problema de clasificacidn con los prototipos generados.
El método propuesto consta de tres etapas esenciales para obtener los prototipos. La
inicializacion, optimizacion y validacion de los prototipos con la métrica y la regla NN. La
validacion que se realiza con la regla NN no necesita de reglas estrictas para la selecciéon y
eliminacion de los prototipos. Lo que permitira generar prototipos para diferentes clasificadores

gue hagan uso de laregla NN en tareas de RP.
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Capitulo 5.

Experimentacion

Para iniciar con el capitulo 5, se recuerda la hipo6tesis planteada en la presente tesis: “Si al
simplificar y aplicar los procesos de inicializacién, generacién y validacién con base en una
ME, entonces es posible obtener prototipos utiles, con el fin de clasificar nuevos patrones en

tareas de clasificacion usando la regla NN”.

En este capitulo se presentan los diferentes experimentos realizados de acuerdo con el método
propuesto del capitulo anterior. Los experimentos se realizaron para comprobar y validar la

hipo6tesis planteada.
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A continuacion, se describen los parametros y las muestras de datos usados para la
experimentacion. También, se muestran los diferentes parametros usados en el AG, la regla NN

y las métricas de evaluacion usadas.

5.1 Preprocesamiento de las muestras de datos

Las muestras de datos y los métodos de GP son tomados de la herramienta Keel Suite 3.0. Las
muestras de datos seleccionadas de la herramienta se muestran en latabla 5.1 con su nombre,

caracteristicas, nimero de clases y numero total de patrones.

Tabla 5.1 Muestra de datos usadas para la GP.

No. Nombre Caracteristicas| Clases No. P
1 Australian 14 2 690
2 Appendicitis 7 2 106
3 Balance 4 3 625
4 Banana 2 2 5,300
5 Bupa 6 2 345
5 Breast C.ancer Wisconsin 32 5 569

(Diagnostic)
7 Iris 4 3 150
8 Phoneme 5 2 5,404
9 Pima 8 2 768
10 Ring 20 2 7,400
11 Titanic 3 2 2,201
12 Vehicle 18 4 846
13 Wine 13 3 178
14 Wisconsing 9 2 699

Las caracteristicas de los patrones de las 14 muestras de datos se normalizaron de 0 a 1. En la
figura 5.1 se muestra la pantalla de inicio de esta herramienta. La herramienta Keel Suite 3.0

cuenta con diferentes métodos de selecciéon de prototipos y GP.
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Figura 5.1 Herramienta KEEL Suite 3.0.

Las muestras de datos de tabla 5.1 se dividieron usando Keel Suite 3.0 con validacién cruzada
con n=10. Para realizar la validacién cruzada con Keel Suite 3.0 se elige Data Management, y
en la nueva vista se elige Partition. Finalmente, dentro de la ventana Partition de Keel Suite 3.0
se elige la muestra de datos que se va a dividir, y si el proceso finaliz6 correctamente se
mostrara el siguiente mensaje Your partitions have been correctly generated!!. El
preprocesamiento asegura que ninguna muestra de datos usada por el método propuesto o
los métodos estado del arte tenga una particion diferente o caracteristicas normalizadas con

un proceso diferente.

Los métodos usados del estado del arte se presentan en la tabla 5.2 que contiene el afio,
referencia y nombre abreviado del método. Los parametros usados por los métodos se

tomaron del trabajo de (Triguero et al., 2012).

Tabla 5.2 Métodos del estado del arte elegidos.

No. | Afio Trabajo Abreviatura
1 1981 (Koplowitz & Brown, 1981) GENN
2 1990 (Kohonen, 1990) LVQ3
3 | 1991 (Geva & Sitte, 1991b) DSM
4 | 1993 (Xie et al., 1993) VQ-NN
5 1997 (Odorico, 1997) LvQTC
6 1997 (Decaestecker, 1997) MSE
7 1997 (Hamamoto et al., 1997) BTS3
8 | 2003 (Kim & Oommen, 2003a) HYB
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9 2004 (Fernandez & Isasi, 2004) ENPC
10 | 2004 (Sanchez, 2004) RSP3
11 | 2004 (Yen et al., 2004) AVQ

12 | 2005 (Li et al., 2005) LVQPRU
13 | 2005 | (Raicharoen & Lursinsap, 2005) POC-NN
14 | 2006 (Lozano et al., 2006) Mixt Gauss
15 | 2007 (Fayed et al., 2007) SGP

16 | 2007 (Cervantes et al., 2007) AMPSO
17 | 2009 (Nanni & Lumini, 2009) PSO

18 | 2010 (Triguero et al., 2010) IPADE

5.2 Generacion de los prototipos

A continuacién, se presentan los parametros generales usados en el método propuesto para

generar, optimizar y validar todos los prototipos de las muestras de datos de la tabla 5.1.

Parametros usados para todas las muestras de datos;

Método propuesto:

Iteraciones: 1050

Prototipos iniciales: 1 prototipo aleatorio por clase

Inyeccion: 1 patron mal clasificado de la ME por clase.

Métricas de Evaluacion: MfP.

Regla NN:

No. Vecinos: 1

Funcién de similitud: distancia euclidiana

Algoritmo Genético Local, Global 1y 2:

No. Elite: 1

Operador de seleccion: ruleta.

Cruza: uniforme.

Mutacién: Inversién base N.

Mutacion: 8%

No. Individuos: 200

No. Generaciones: 10
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* Probabilidad de cruza: 15

Los resultados que se presentan se obtuvieron de 140 experimentaciones con la métrica de

MfP. El método propuesto tiene el nombre de AG-MfP.

5.3 Resultados

Las secciones que se muestran a continuaciéon siguen un orden y presentan los resultados
obtenidos por el método propuesto. Los resultados del método propuesto primero se
compararon usando la regla NN con la ME. Después, los resultados del método propuesto se

compararon con todos los métodos de GP de la tabla 5.2.

5.3.1 Comportamiento de la aptitud con los pardmetros del método propuesto

La funcion de aptitud del AG minimiza el error de clasificacién y la distancia de los prototipos
con los patrones de la ME. En la figura 5.2 se muestran los resultados de la funciéon de aptitud
para el AG de una muestra de prototipos. Los resultados se dividen en aptitud maxima, minima
y promedio. En total del AG global realiz6 1050 generaciones para cada Submuestra de

Prototipos (SMP) generados.
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Figura 5.2 Aptitud del AG global con los parametros del método propuestos.
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5.3.2 Resultados obtenidos del método propuesto

La evaluacion de todos los métodos de GP se realiz6 con la métrica de exactitud, como en el

trabajo de Triguero (Triguero et al., 2012).Los resultados que se obtuvieron de los experimentos

con el método propuesto se muestran en la tabla 5.3. En la tabla se muestra la exactitud de la

ME, MP y la Reduccién (Re) alcanzada por el AG-MfP. Ademas, en la tabla se muestran los

resultados que obtiene la regla NN al evaluar la MP. La evaluacion de la ME con la regla NN

no se realizdé debido a que clasificaria correctamente toda la ME.

El método propuesto gener6 como minimo para una muestra de datos 4 prototipos, y como

maximo generd 26 prototipos. El numero de prototipos que puede generar el método

propuesto depende del niUmero de clases y la complejidad de la muestra de datos. Como

ejemplo, para una ME con dos clases y los parametros propuesto, el nimero maximo de

prototipos que se pueden generar son 20 prototipos.

Tabla 5.3 Resultados obtenidos por el método propuesto y la métrica MfP.

AG-MfP KNN
No. Nombre ME MP Re Prototipos MP Patrones
1 Appendicitis 0.935 0.874 92.76 6.9 0.801 95
2 Australian 0.88 0.713 98.66 8.3 0.815 621
3 Balance 0.92 0.836 96.84 17.8 0.784 562
4 Banana 0.897 0.885 99.73 13 0.869 4770
5 Bupa 0.803 0.631 95.85 12.9 0.602 310
6 BCW 0.977 0.946 98.52 7.6 0.951 512
7 Iris 0.991 0.925 95.48 6.1 0.946 135
8 Phoneme 0.819 0.803 99.78 10.9 0.899 4863
9 Pima 0.84 0.683 98.08 13.3 0.654 691
10 Ring 0.898 0.868 99.8 13.2 0.736 6660
11 Titanic 0.763 0.764 99.8 4 0.607 1980
12 Vehicle 0.725 0.64 97.11 22 0.691 761
13 Wine 0.999 0.978 95.38 7.4 0.954 160
14 Wisconsing 0.978 0.961 99.22 4.9 0.951 629
Promedio 0.883 0.822 97.64 0.804
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5.3.3 Evaluacion de los resultados obtenidos

En la tabla 5.4 se muestran los resultados de obtenidos por los métodos de GP del estado del
arte. Los métodos de GP se encuentran organizados alfabéticamente. Para cada método de
GP se muestra el promedio de los resultados en ME, MP y Re para las 14 muestras de datos de
la tabla 5.1. Todos los métodos usaron las mismas muestras de datos normalizadas y
particionadas. Ademas, se usé la herramienta Keel Suite 3.0 para generar los prototipos de

todos los métodos.

Tabla 5.4 Resultados de los métodos de GP del estado del arte.

No. Nombre ME MP Re
1 AMPSO 0.883 0.822 97.64
2 AVQ 0.776 0.76 93.21
3 BTS3 0.754 0.745 98.63
4 DSM 0.814 0.808 5.04
5 ENPC 0.831 0.81 5.04
6 GENN 0.901 0.801 79.33
7 HYB 0.857 0.831 14.26
8 IPADE 0.877 0.785 45.37
9 LVQ3 0.85 0.827 99.15
10 LVQPRU 0.789 0.786 95.13
11 LvVQTC 0.796 0.779 95.26
12 MixGauss 0.819 0.804 97.28
13 MSE 0.807 0.799 95.32
14 POC 0.832 0.805 94.24
15 PSO 0.758 0.735 71.01
16 RSP3 0.874 0.838 95.13
17 SGP 0.87 0.826 80.04
18 VQ 0.689 0.682 97.01

a) Evaluacion de la exactitud en la ME

En la tabla 5.5 se muestran los resultados ordenados de mayor a menor en la ME. El primer lugar
lo ocupa la regla NN. Mientras, el segundo lugar es para ENPC, el tercer lugar lo ocupa el
método HYB, mientras, el método propuesto ocupa el 4 lugar. Sin embargo, ocupar los primeros

lugares en la ME indica que los métodos pueden tener un sobreajuste que afecte la
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clasificacion de nuevos patrones. La mayoria de los métodos del estado del arte que hacen
uso de modelos evolutivos se encuentran dentro de los 9 primeros lugares. Los métodos son

ENPC, PSO, IPADE y MSE.

Tabla 5.5 Resultados de exactitud para las ME ordenados de mayor a menor.

No. Nombre ME MP

1 KNN 0.985 0.804 0
2 ENPC 0.901 0.801 79.33
3 HYB 0.888 0.798 45.37
4 AG-MfP 0.883 0.822 97.64
5 PSO 0.881 0.842 95.99
6 RSP3 0.87 0.826 80.04
7 GENN 0.857 0.831 14.26
8 IPADE 0.85 0.827 99.15
9 MSE 0.832 0.805 94.24
10 LVQTC 0.822 0.807 97.27
11 BTS3 0.814 0.808 5.04
12 MixGauss 0.807 0.799 95.32
13 LVQPRU 0.795 0.778 96.11
14 LVQ3 0.786 0.783 95.99
15 DSM 0.784 0.781 95.99
16 AMPSO 0.776 0.76 94.18
17 VQ 0.769 0.77 89.53
18 POC 0.758 0.735 71.01
19 AVQ 0.754 0.745 98.63
20 SGP 0.689 0.682 97.01

b) Evaluacion de la exactitud en la MP

La evaluacion de la generalizacion para todos los métodos de GP se evalua con la MP, en la
tabla 5.6 se muestran los resultados ordenados de mayor a menor en la MP. El método de GP
que obtiene el mejor resultado en generalizacion es PSO. El método propuesto AG-MfP
obtiene el 5 lugar. Mientras, el método ENPC que ocupd el segundo lugar en la evaluacion de
la ME fue desplazado al lugar 10 en los resultados de la MP. Lo que indica que ENPC tiene un
sobreajuste y afecta negativamente para clasificar nuevos patrones. En cambio, el método

propuesto AG-MfP se mantiene cercano a RSP3 y IPADE.
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Tabla 5.6 Resultados de exactitud para las MP ordenados de mayor a menor.

No. Nombre ME MP Reduccion
1 PSO 0.881 0.842 95.99
2 GENN 0.857 0.831 14.26
3 IPADE 0.85 0.827 99.15
4 RSP3 0.87 0.826 80.04
5 AG-MfP 0.883 0.822 97.64
6 BTS3 0.814 0.808 5.04
7 LVQTC 0.822 0.807 97.27
8 MSE 0.832 0.805 94.24
9 KNN 0.985 0.804 0
10 ENPC 0.901 0.801 79.33
11 MixGauss 0.807 0.799 95.32
12 HYB 0.888 0.798 45.37
13 LVQ3 0.786 0.783 95.99
14 DSM 0.784 0.781 95.99
15 LVQPRU 0.795 0.778 96.11
16 VQ 0.769 0.77 89.53
17 AMPSO 0.776 0.76 94.18
18 AVQ 0.754 0.745 98.63
19 POC 0.758 0.735 71.01
20 SGP 0.689 0.682 97.01

¢) Reduccion obtenida

La dltima evaluacidén que se realiza a todos los métodos de GP es el porcentaje de reduccion
obtenido en la muestra de prototipos generados. En la tabla 5.7 se ordenan los resultados de
la reduccion de mayor a menor. La mejor reduccion la obtuvo el método IPADE con un
promedio de 99.15 % y el método propuesto AG-MfP se encuentra en el 3 lugar. Sin embargo,
los métodos que superaron al método propuesto en MP como PSO ocupa el 7 lugar, GENN

ocupa el lugar 18 y RSP3 ocupa el lugar 14.
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Tabla 5.7 Porcentaje de reduccién de la ME ordenados de mayor a menor.

No. Nombre ME MP Reduccion
1 IPADE 0.85 0.827 99.15
2 AVQ 0.754 0.745 98.63
3 AG-MfP 0.883 0.822 97.64
4 LVQTC 0.822 0.807 97.27
5 SGP 0.689 0.682 97.01
6 LVQPRU 0.795 0.778 96.11
7 PSO 0.881 0.842 95.99
8 LVQ3 0.786 0.783 95.99
9 DSM 0.784 0.781 95.99
10 MixGauss 0.807 0.799 95.32
11 MSE 0.832 0.805 94.24
12 AMPSO 0.776 0.76 94.18
13 VQ 0.769 0.77 89.53
14 RSP3 0.87 0.826 80.04
15 ENPC 0.901 0.801 79.33
16 POC 0.758 0.735 71.01
17 HYB 0.888 0.798 45.37
18 GENN 0.857 0.831 14.26
19 BTS3 0.814 0.808 5.04
20 KNN 0.985 0.804 0

5.3.4 Evaluacion de los resultados obtenidos

Los resultados que se obtuvieron demuestran que el método propuesto obtiene resultados
aceptables en la reduccion y la clasificacion en la ME. Sin embargo, en la clasificacion de la
MP ocupa el 5 lugar total de 18 métodos de GP y laregla NN. Para hacer una evaluaciéon que
considere los resultados obtenidos en la MP, ME y la RE de cada método de GP se usa el ranking
global usado en (Vazquez et al., 2018). La férmula para calcular el ranking global se muestra a
continuacion.

m (m—s+ 1

rank (metodo) = s=1 -

Donde r; indica el nUmero de veces que el método aparece en un rango s, y m indica el total
de métodos evaluados en el ranking global. Los resultados que se obtuvieron se muestran en

la tabla 5.8 ordenados de mayor a menor. El ranking global se calcul6 usando el promedio de
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MP, ME y reduccién. En la tabla 5.8 se muestran los resultados del ranking global. El método
propuesto AG-MfP y IPADE obtienen el mejor resultado de la evaluacion, seguido de PSO en

tercer lugar.

Tabla 5.8 Ranking de los métodos de GP.

No. Nombre Ranking
1 AG-MfP 2.55
2 IPADE 2.55
3 PSO 2.4
4 LVQTC 2.1
5 RSP3 1.95
6 ENPC 1.8
7 GENN 1.8
8 MSE 1.75
9 KNN 1.65
10 HYB 1.55
11 MixGauss 1.5
12 LVQPRU 1.45
13 LVQ3 1.45
14 BTS3 1.35
15 DSM 1.3
16 AVQ 1.2
17 AMPSO 0.9
18 SGP 0.9
19 VQ 0.85
20 POC 0.5

Con esto se demuestra que el método propuesto que uso el AG con la métrica de MfP tiene

la capacidad de generar nuevos prototipos para clasificar nuevos patrones.

5.3.5 Resultados de ME con menos de 500 patrones

Uno de los problemas que se detectaron en el método propuesto fue el sobre ajuste en ME
con menos de 500 patrones. Los prototipos generados para estas de ME obtienen una
clasificacion casi perfecta para todos los patrones. Sin embargo, al clasificar los patrones de
la MP se obtiene una peor clasificacidon. Para mostrar el sobreajuste que presenté el método

propuesto se hace uso de la muestra de datos de apendicitis y el método de GP IPADE. La
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muestra de datos de “apendicitis” contiene 106 patrones y dos clases. En la tabla 5.9 se

muestran los resultados obtenidos en la ME, MP y los prototipos generados en cada método.

Tabla 5.9 Resultados obtenidos en la muestra de datos de apendicitis.

AG-MfP IPADE

No. ME MP P. ME MP P.
1 0.985 0.933 5 0.993 1 3
2 0.993 0.861 5 0.993 1 4
3 0.978 1 4 0.985 1 3
4 0.993 1 8 0.993 0.933 4
5 0.985 1 4 0.985 1 3
6 0.993 0.867 9 0.985 1 3
7 0.985 0.933 6 0.985 0.933 3
8 0.985 1 7 0.993 0.867 3
9 0.993 0.933 8 1 0.933 3
10 0.993 0.861 5 0.985 0.933 3
Promedio 0.988 0.939 6.1 0.99 0.96 3.2

La métrica usada para evaluar la clasificacion es exactitud. Los resultados obtenidos por el
método propuesto AG-MfP y IPADE en la ME son altos. Sin embargo, los resultados que se
obtuvieron en la MP para IPADE se obtiene mejor exactitud. El método propuesto tiende a
generar un nimero mayor de prototipos y sobreajustarse en ME pequefias. En cambio, el
método IPADE demuestra que con un menor nidmero de prototipos el sobreajuste es menory

puede obtener mejores resultados en la MP.

5.3.6 Resultados de ME con mds de 2,000 patrones

En muestras de datos con mas de 2,000 patrones los resultados que se obtienen son mejores
en la generalizacion. En la tabla 5.10 se muestran los resultados obtenidos de la muestra de
datos de banana. La métrica usada para evaluar los resultados de la muestra de datos es
exactitud. La muestra de datos es “banana” con que contiene 5,300 patrones con dos
caracteristicas y dos clases. La muestra de datos “banana” tiene limites de clase claros, no
obstante existe una gran superposicion entre ambas clases (Triguero et al., 2012). El método
propuesto AG-MfP obtiene la misma generalizacion que PSO. El método PSO obtiene la mejor
generalizacion en esta muestra de datos de “banana”. Sin embargo, el nimero de prototipos

obtenido por el método propuesto AG-MfP es considerablemente menor.
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Tabla 5.10 Resultados obtenidos en la muestra de datos de banana.

AG-MfP PSO

No. ME MP Proto. ME MP Proto.
1 0.895 0.902 13 0,892 0,866 95
2 0.892 0.871 14 0,908 0,887 95
3 0.895 0.873 14 0,901 0,891 95
4 0.903 0.894 13 0,9 0,887 95
5 0.898 0.888 14 0,894 0,872 95
6 0.901 0.873 12 0,893 0,891 95
7 0.895 0.893 12 0,896 0,896 95
8 0.89 0.872 13 0,906 0,901 95
9 0.89 0.905 12 0,896 0,881 95
10 0.902 0.896 13 0,9 0,903 95
Promedio 0.896 0.887 13 0,899 0,887 95

Con los resultados obtenidos se demuestra que el método propuesto es capaz de obteneruna
de las mejores reducciones y una generalizacion aceptable de las submuestras de prototipos
generadas. Lo que demuestra que al aplicar el AG para solo optimizar una parte de los
prototipos como se hizo en los pasos del método propuesto mejora los resultados del AG. Los
pasos del método propuesto trataron de simplificar el problema de generacién de prototipos
desde la inicializacién, generacién y validacion. El solo iniciar con la cantidad minima de
prototipos cada iteracion de inicializacion, generacion y validacion reduce la complejidad de
las muestras de datos. No obstante, al combinar cada parte minima de los prototipos
optimizados se trata de cubrir el problema completo de generacién de prototipos. Sin
embargo, los parametros usados por el método propuesto para muestras de datos grandes

limitan la generalizacién que puede alcanzar.

5.4 Resumen

En este capitulo se presentaron los diferentes experimentos del método propuesto del capitulo
4 de esta investigacion. El método propuesto se aplico en diferentes tareas de clasificacion y
generacion de prototipos. La generacion de prototipos se aplicé en 14 muestras de datos de
diferentes. Todas las muestras de datos tuvieron un preprocesamiento para normalizar los
valores de sus caracteristicas. Ademas, se aplico la validacidon cruzada con n=10 para generar
10 ME y MP. Las ME se usaron para generar los prototipos y con las MP se evalud la

generalizacidn del método propuesto.
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Para comparar los resultados del método propuesto se usaron 18 métodos de GP y el
clasificador de la regla NN. Todos los métodos de GP usaron las mismas muestras de datos. La
evaluacién del método propuesto y los métodos de GP se realizdé con la métrica de exactitud.
La exactitud evalud la clasificacion de los prototipos con las ME y MP. También, se evalud la
reduccion de los prototipos y la ME de cada método. Con los resultados obtenidos en las ME,
MP vy la reduccién se hizo un ranking global para posicionar los métodos de GP. Lo que
demostré la capacidad del método propuesto para generar prototipos representativos

usando la ME para clasificar nuevos patrones.
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Capitulo 6.

Conclusiones

Los métodos de GP buscan generar una submuestra de prototipos que tenga la capacidad
de clasificar la MP con una precision similar o mejor a la ME. La submuestra de prototipos debe
tener un tamafio menor a la ME. Los métodos de GP solo usan la ME para la generar la
submuestra de prototipos, y solo se mejoraran los resultados para la regla NN. Algunos de los
métodos de GP usan diferentes métodos de seleccidn de prototipos que les ayudan a obtener
mejores resultados. Sin embargo, la mayoria de los métodos de GP no usan métricas diferentes
en la validacién de los prototipos. Lo que limita la adaptaciéon de los prototipos a un problema

de clasificacion especifico. Ademas, se encontré que todos los métodos de GP comparten
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tres procesos generales para poder generar los prototipos. Los tres procesos generales son la
inicializacion, generacion y validacion, y al tomar como base estos tres procesos para tratar
de simplificarlos se propuso un método de GP que permite construir y buscar los mejores

prototipos posibles.

Para generar los primeros prototipos se usé el algoritmo genético tradicional y un clasificador
KNN, que requeria el nUmero de prototipos a generar y no obtenia buenos resultados en las
diferentes muestras de datos. Para mejorar los resultados se investigo, disefid y se propuso un
algoritmo basado en los tres pasos generales que son la inicializacién, generacion y validacion
de la submuestra de prototipos. Estos tres pasos generales GP se definen con nombres
diferentes en todos los métodos de GP. No obstante, al compararlos todos aplican una
inicializacion, generacion y validacion. Ademas, se encontré que todos los métodos de GP de
la herramienta Keels Suite 3.0 realizan una normalizacion de datos para reducir el espacio de

caracteristicas.

La investigacion que se realizé definid los parametros y pasos generales que debia seguir el
método propuesto. No obstante, para mejorar los resultados se divididé la generacién de los
prototipos en diferentes etapas que simplificéd la generacion de prototipos. Posteriormente se
definié el numero maximo de generaciones, mutacion, operadores de seleccion, tamafio de

la poblacion del AG y la métrica de evaluacion que se aplico a todas las muestras de datos.

6.1 Aportaciones

e Se demostré que usar un AG para obtener prototipos representativos para clasificar
nuevos patrones con una precision similar a la ME completa.

e Se demostré que los prototipos obtenidos tienen una buena generalizacién en las
diferentes MP.

e Se demostrd que el método propuesto obtuvo una de las mejores reducciones en
comparacion con las ME.

e Se demostré que el método propuesto genera prototipos representativos para ME con
diferente nimero de patrones, niumero de caracteristicas y numero de clases, sin

importar el desbalance entre las clases.
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e Se describieron y definieron los tres elementos que comparte en forma general los

métodos de GP que son inicializacion, generacion y validacion.

6.2 Trabajo Futuro

El trabajo futuro para el método propuesto de GP es el uso de operadores diferentes de
seleccidn, cruza y mutacion. La mejora o adaptaciéon de estos operadores para buscar dentro
del espacio de caracteristicas global y local supondra una mejora de los prototipos generados.
El uso de métricas de evaluacion y clasificadores NN diferentes que no se abarcaron en la
investigacion. El utilizar diferentes inicializaciones en el método propuesto, como un solo
prototipo representativo por clase, centroides o una submuestra mas grande de prototipos. El
uso de otro método de optimizacion como, enjambre de particulas (PSO) o evoluciéon
diferencial (DE). El hacer uso de una clase definida y comparar los resultados con los prototipos
sin una clase definida. La mayoria del trabajo futuro propuesto se espera que mejore la

clasificacion y tiempo de ejecucion del método propuesto.
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